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Capitulo 1:  Introduccion

1.1. Motivacion

La investigacion en pacientes con enfermedades neurodegenerativas, como el Alzheimer,
es muy relevante dado que representan entre un 60% y un 70% de los casos de demencia
(OMS, 2024). La creciente incidencia de estas enfermedades, impulsada por el
envejecimiento de la poblacién, subraya la urgencia de investigaciones orientadas a
aminorar su impacto en los pacientes, ya sea mediante la deteccion o tratamiento de esta.

Existen numerosos trabajos que estudian el EEG en pacientes con demencias, por
ejemplo, algunos sugieren un decrecimiento de las ondas gamma y una reduccion de la
actividad neural en el area frontal durante la estimulacion visual en adultos mayores
(Bakhtiar et al., 2023; Macpherson et al., 2009). Sin embargo, no existen muchos trabajos
que analicen los potenciales evocados de estado estacionario en la demencia.

Se ha observado que el deterioro cognitivo esta asociado con una pérdida significativa de
las respuestas a estimulos visuales en frecuencias especificas, como 8 y 36 Hz, que son
frecuencias comUnmente utilizadas en los estudios de PEVEE (Richard et al., 2020). En
pacientes con Alzheimer, los resultados parecen coincidir en gran medida con los patrones
observados en el envejecimiento normal, destacando la necesidad de una investigacion
mas profunda que permita diferenciar estas condiciones y desarrollar biomarcadores
especificos (Murty et al., 2021; Tartaglione et al., 2012).

Este trabajo final tiene como objetivo principal caracterizar los PEVEE en adultos
mayores y diferenciar entre individuos sanos y aquellos con demencia. A través del
analisis de sefales electroencefalograficas obtenidas durante la estimulacion visual a
diversas frecuencias, se buscard identificar biomarcadores especificos que puedan
contribuir a la deteccion temprana de esta enfermedad. Esto no solo potenciara el
conocimiento sobre los mecanismos del deterioro cognitivo, sino que también podria
tener aplicaciones clinicas significativas, mejorando las estrategias de diagnaostico.

En conclusién, la comprensién de las respuestas cerebrales mediante PEVEE ofrece un
posible camino para abordar el diagnostico temprano de enfermedades
neurodegenerativas. Los resultados esperados de este trabajo podrian representar un
avance en la neurociencia clinica, proporcionando herramientas mas precisas y accesibles
para la identificacion de la enfermedad de Alzheimer y otras condiciones asociadas al
envejecimiento cerebral.

1.2. Objetivos
1.2.1. Objetivo General

— Identificar biomarcadores basados en potenciales evocados visuales a partir de la
sefial electroencefalografica (EEG) de adultos mayores para la deteccion de
demencia.

Pagina | 5



“Identificacion de Biomarcadores EEG en adultos mayores mediante Potenciales
Evocados Visuales para la deteccion de demencias”

1.2.2. Obijetivos Especificos

— Estudiar el estado del arte relacionado con los potenciales evocados visuales
(PEV) y su uso en el diagnostico de demencias.

— Disefar un dispositivo para estimulacion visual.

— Disefar protocolos experimentales para la aplicacion de estimulos visuales a
diferentes frecuencias en pacientes mayores sanos y con demencias.

— Registrar sefiales EEG durante la estimulacion de adultos mayores.

— Disefiar e implementar algoritmos de procesamiento de sefiales EEG.

— Identificar biomarcadores especificos asociados a diferencias en las sefiales EEG
entre pacientes sanos y enfermos.

— Comparar estadisticamente los resultados entre ambos grupos poblacionales,
evaluando patrones comunes y diferencias significativas en las respuestas a los
estimulos visuales.

— Elaborar el informe final que detalle los hallazgos y su relevancia en el
diagnostico temprano y el entendimiento de la enfermedad.

1.3. Organizacion del Trabajo
El presente trabajo ha sido organizado en los siguientes capitulos:

CAPITULO 1: INTRODUCCION. En este primer capitulo se plantea la motivacion
que llevé al desarrollo de dicho trabajo y sus correspondientes objetivos generales y
especificos.

CAPITULO 2: ESTRUCTURA Y FUNCIONAMIENTO DEL CEREBRO
HUMANO. El presente capitulo brinda una descripcién acerca de la anatomia y fisiologia
del cerebro humano, con el fin de lograr un mayor entendimiento de los capitulos
posteriores.

CAPITULO 3: ELECTROENCEFALOGRAFIA. En el tercer capitulo se describira
la técnica de registro de biopotenciales cerebrales denominada electroencefalografia, ya
que es la técnica implementada para la adquisicién de sefiales durante el desarrollo del
trabajo.

CAPITULO 4: POTENCIALES EVOCADOS. Este capitulo aborda los potenciales
evocados, su fisiologia y su aplicacion en la evaluacién de la funcion cerebral. Se explican
los diferentes tipos de potenciales evocados y sus utilidades, proporcionando un marco
teorico clave para el analisis de los datos registrados en este trabajo.

CAPITULO 5: DEMENCIAS Y ALZHEIMER: PREVALENCIA Y CAUSAS. Se
desarrolla el tema de la demencia, con especial énfasis en la enfermedad de Alzheimer.
Se presentan datos epidemiologicos sobre su prevalencia, factores de riesgo asociados y
posibles mecanismos fisiopatoldgicos involucrados en su desarrollo. La informacién de
este capitulo proporciona contexto clinico para comprender la importancia del
diagnostico de la patologia.

CAPITULO 6: SISTEMA DE ESTIMULACION Y ADQUISICION. En este capitulo
se detalla el sistema desarrollado para la generacién de estimulos y el equipamiento para
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adquisicion de sefiales EEG. Se explican dispositivos utilizados, los pardmetros de
estimulacion y las configuraciones implementadas para el registro de la actividad
cerebral. Se proporciona la base técnica necesaria para la interpretacion de los datos
obtenidos en el estudio.

CAPITULO 7: PROCESAMIENTO DE SENALES. En este capitulo se describe el
procesamiento aplicado a las sefiales EEG adquiridas. Se detallan las técnicas de
preprocesamiento, incluyendo filtrado, y segmentacion de datos. Ademas, se presentan
los métodos de analisis empleados para extraer informacion relevante. Este capitulo
proporciona la base metodoldgica para la interpretacion y comparacion de los resultados
obtenidos en el estudio.

CAPITULO 8: ANALISIS DE DATOS. Se presentan las técnicas estadisticas aplicadas
a los datos procesados con el objetivo de extraer informacién relevante. Se describen los
métodos empleados para la comparacion entre grupos, la evaluacion de diferencias
significativas y la identificacion de patrones en las sefiales EEG.

CAPITULO 9: CONCLUSIONES. En este capitulo se presentan las conclusiones
generales del desarrollo del trabajo, considerando el grado de cumplimiento de los
objetivos propuestos y destacando los resultados obtenidos. Se discuten los hallazgos en
torno a la adquisicion y procesamiento de sefiales EEG, asi como la efectividad de los
distintos métodos estadisticos aplicados para la clasificacion de pacientes. Asimismo, se
abordan las limitaciones del estudio y su impacto en los resultados. Finalmente, se
plantean posibles lineas de investigacion futura orientadas a mejorar y ampliar el enfoque
abordado.
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Capitulo 2: Estructuray
Funcionamiento del Cerebro Humano.

2.1. Introduccion

El cerebro humano es un 6rgano de gran complejidad, situado en el interior del créneo,
que regula y coordina las actividades del sistema nervioso. Como parte fundamental del
Sistema Nervioso Central (SNC), representa la porcion mas extensa y reconocida del
encéfalo. Es el centro donde se originan diversas acciones, tanto conscientes como
inconscientes, que nos permiten adaptarnos y reaccionar ante un entorno en constante
transformacion, exigiendo respuestas agiles y precisas.

Poseedor de una capacidad de procesamiento, razonamiento y memoria superior a la de
cualquier forma de vida conocida, el cerebro humano es objeto de estudio de numerosas
ciencias y pseudociencias, desarrollandose todo tipo de conjeturas acerca de su
comportamiento (Diez, 2020).

El sistema nervioso se divide en dos partes:

e EI sistema nervioso central, comprende el conjunto de los centros y vias
nerviosas reunidas en el encéfalo y en la médula espinal.

e El sistema nervioso periférico, est4 constituido por los nervios, fibras nerviosas
que conducen a los centros nerviosos los estimulos provenientes de la periferia, o
que transmiten hacia ella los estimulos elaborados en los centros nerviosos. Cada
una de estas fibras nerviosas se puede subdividir, segiin su origen, en nervios
craneales, espinales, u del sistema autonomo.

Para lograr un entendimiento integral de la anatomia y fisiologia del cerebro, es
fundamental ofrecer una descripcién bésica de las células y los procesos que contribuyen
a su estructura y funcionamiento.

2.2. Células del Sistema Nervioso

El sistema nervioso del ser humano contiene alrededor de 10! neuronas (100 mil
millones), también denominadas células nerviosas, que se especializan en la conduccion
de impulsos nerviosos; y también entre 10 y 50 veces este nimero de células gliales, las
cuales cumplen funciones complementarias, entre las que se encuentran la defensa
inmunoldgica, el soporte y la nutricion de las neuronas.

2.2.1. Neuronas

Las neuronas son células altamente especializadas del sistema nervioso, encargadas de
transmitir informacion a través de sefiales eléctricas y quimicas. Como unidades basicas
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del cerebro y del sistema nervioso, cumplen un papel esencial en la comunicacion entre
distintas regiones del cuerpo y el cerebro, facilitando la coordinacion de funciones y
respuestas.

En el Sistema Nervioso Central (SNC), las neuronas presentan una amplia variedad de
formas y tamafios, adaptadas a sus funciones especificas. Sin embargo, la mayoria
comparte una estructura similar a la de la motoneurona espinal tipica, como se muestra
en la figura 2.1. Esta diversidad morfoldgica refleja la complejidad y versatilidad de las
neuronas en el procesamiento y transmisién de informacion.

Cuerpocelular
(soma)

Segmento inicial

del axon Nodo de Ranvier Célula de Schwann
/ <
Cﬁ N
Cono axonico
Nucleo Botones terminales

Fig. 2.1. Motoneurona con axén mielinizado. Reproducido de Ganong, (1998) — pag. 58.

Esta neurona tiene prolongaciones denominadas dendritas, que se ramifican ampliamente
desde el cuerpo celular. También cuenta con un axén, una fibra larga que nace en una
zona algo mas gruesa del cuerpo celular llamada cono axénico. Al final del axon, este se
divide en varias ramificaciones que terminan en pequefias estructuras llamadas botones
sinapticos o teledendrones.

La neurona posee una capa de proteccion llamada mielina, una compleja capa lipoproteica
formada por las células de Schwann, que recubre el axon casi por completo. Sin embargo,
hay pequefios espacios sin mielina Ilamados nodos de Ranvier, que estan separados entre
si por aproximadamente 1 mm. Esta distribucién de la mielina y los nodos de Ranvier
permite que el impulso eléctrico viaje més réapido a lo largo del axén.

Cabe mencionar gue no todas las neuronas cuentan con mielina, algunas son amielinicas.
En el sistema nervioso central (SNC), la mayoria de las neuronas estan mielinizadas, y
son los oligodendrocitos los encargados de formar la mielina. La mielina desempefia un
rol esencial en el aislamiento de la conduccion del impulso eléctrico en la neurona.

2.2.2. Glia

Junto a las neuronas, el sistema nervioso alberga un conjunto de células gliales, las cuales
como se destaco previamente, superan en nimero a las neuronas.

En el SNC, se distinguen tres tipos fundamentales de células gliales:

— Microglias: cumplen funciones de limpieza similar a los macrofagos tisulares.
— Oligodendrocitos: encargados de formar la mielina.
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— Astrocitos: fibrosos en la sustancia blanca y protoplasmaticos en la sustancia gris.

Una representacion visual de estas células se exhibe en la figura 2.2.

Astrocito plotoplasmico Astrocito fibroso

Microglia % Oligodendrogliocitos

Fig. 2.2. Células gliales en el cerebro. Reproducido de Ganong, (1998) — pag. 70.

2.2.3. Sinapsis

La sinapsis es el punto donde las células nerviosas se comunican entre si. En la mayoria
de los casos, esta conexion ocurre mediante sefiales quimicas, gracias a la liberacion de
neurotransmisores como la acetilcolina o la serotonina (figura 2.3). La actividad de la
célula que envia la sefial (presindptica) puede ser excitatoria o inhibitoria, y la
combinacion de estas sefiales en la célula receptora (postsinaptica) determina si se
generard un potencial de accion. Este potencial de accion es un impulso eléctrico que
viaja a lo largo del axon y provoca un cambio momentaneo en la carga de la membrana
plasmatica.
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7~ VESICLE - RECEPTOR
~ SYNAPSE

%
/
/

SYNAPTIC CELL NEUROTRANSMITTER -/

POST
SYNAPTIC CELL

Fig. 2.3. Esquema del proceso de sinapsis.

La membrana plasmética de las neuronas, similar a la de cualquier célula, exhibe una
asimetria en la distribucidn de iones y cargas eléctricas entre sus dos lados. En su estado
de reposo, el interior de la neurona es mas negativo en comparacion con el exterior, con
una diferencia de aproximadamente -70 mV, mantenida por la accion de la bomba de
sodio y potasio (Na+/K+).

2.3. Encéfalo Humano

El encéfalo, parte central del sistema nervioso, reside en la proteccion del craneo y se
encuentra envuelto por tres membranas conocidas como meninges. La duramadre, la mas
externa, es resistente y fibrosa, adhiriéndose al craneo y careciendo del espacio epidural
presente en la médula. Esta membrana emite extensiones que sostienen las distintas partes
del encéfalo y aloja los senos venosos donde se acumula la sangre venosa. Por su parte,
la aracnoides, la capa intermedia, se extiende con holgura sobre el encéfalo sin adentrarse
en sus circunvoluciones. La piamadre, la membrana interior, contiene numerosos vasos
sanguineos y linfaticos, manteniendo un estrecho enlace con la superficie cerebral.

Desde una perspectiva embrioldgica, el encéfalo se subdivide en tres partes
interconectadas:

— Rombencéfalo: Incorpora la médula oblonga o bulbo, el puente (Varolio) o
protuberancia anular y el cerebelo. Este ultimo presenta dos hemisferios
cerebelosos y un cuerpo vermiforme, asociado con la coordinacion y precision de
las actividades motoras voluntarias.

— Mesencéfalo: Incluye los pedinculos cerebrales, los tubérculos cuadrigéminos y
el acueducto de Silvio. Principalmente, el mesencéfalo, el puente de Varolio y la
médula oblonga gestionan funciones inconscientes, como la regulacién cardiaca
y la actividad respiratoria.

— Prosencéfalo, dividido en dos secciones:

e Diencéfalo: Abordando el tdlamo, el cerebro intermediario y la region
subtalamica.
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e Telencéfalo: Englobando la corteza cerebral, el cuerpo estriado y la
sustancia blanca.

2.3.1. Cerebro

El cerebro estd compuesto principalmente por los hemisferios cerebrales, que incluyen la
corteza cerebral y los ganglios basales. Estos hemisferios ocupan la mayor parte del
cerebro y estan divididos en dos mitades (derecha e izquierda) por una cisura longitudinal.
Ambas mitades estan conectadas a traves del cuerpo calloso, un conjunto de fibras
nerviosas que permite la comunicacion entre los dos lados del cerebro.

Los hemisferios cerebrales, asiento de las funciones cognitivas mas intrincadas, se
encuentran divididos por una serie de cisuras, configurando cinco l6bulos (figura 2.4).
Cuatro de ellos llevan el nombre de los huesos del craneo que los cubren: frontal, parietal,
temporal y occipital. El quinto l6bulo, la insula, estd oculto dentro de la cisura de Silvio
y no es visible desde la superficie. Los I6bulos estan separados por distintas cisuras: la
cisura de Rolando divide los l6bulos frontal y parietal, la cisura parieto-occipital separa
el parietal del occipital, y el temporal se encuentra debajo de la cisura de Silvio.

Fig. 2.4. Giros (circunvoluciones) de la cara lateral del hemisferio izquierdo. En rojo, 16bulo
frontal. En azul, I6bulo parietal. En verde, I6bulo temporal. En amarillo, 16bulo occipital. 1, surco
frontal inferior; 2, giro frontal inferior; 3, surco frontal superior; 4, opérculo frontal, de la insula

(de Reil); 5, 20° giro frontal; 6, ler giro frontal; 7, opérculo frontoparietal (del pie del sulco

central); 8, giro precentral; 8’, surco central (cisura de Rolando), 9, giro poscentral; 10, surco
poscentral, intraparietal; 11, I6bulo parietal inferior; 12, I6bulo parietal superior; 13, giro
supramarginalis; 14, giro angular; 15, surco occipital transverso; 16, 12 occipital; 17, surco

occipital superior; 18, 22 occipital; 19, surco occipital inferior; 20, giro occipital inferior; 21,

temporal superior; 22, surco temporal superior; 23, giro temporal medio; 24, surco temporal

inferior; 25, giro temporal inferior; 26, surco lateral (cisura de Silvio); 27, su rama
anterior.Reproducido de Latarjet & Ruiz-Liard, (2011)

2.3.2. Corteza Cerebral

La corteza cerebral exhibe una fina capa superficial conocida como sustancia gris, con un
espesor de alrededor de 2 o 3mm. Esta capa estd compuesta por capas de células
amielinicas y recubre una sustancia interna de fibras mielinicas llamada sustancia blanca.
Las fibras mielinicas establecen conexiones entre la corteza cerebral y otras areas del
cerebro, vinculando tanto la parte anterior con la posterior del cerebro como las distintas
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regiones de la misma cara de la corteza cerebral, y también uniendo un hemisferio
cerebral con el otro (Latarjet y Ruiz, 2011).

Se estima que la corteza cerebral alberga cerca de 7 millones de neuronas.
Aproximadamente la mitad de esta corteza conforma las paredes de los surcos de los
hemisferios y no se halla visible en la superficie cerebral.

El sistema nervioso opera como el centro de percepcion, pensamiento y control de nuestro
organismo. Cumpliendo con estas funciones, recopila informacion sensitiva de todo el
cuerpo, transmitiéndola a través de los nervios hacia la médula espinal y el encéfalo. En
respuesta a esta informacion, el encéfalo y la médula actian de inmediato, enviando
sefiales a los musculos u érganos internos para generar respuestas motrices. En otros
casos, la respuesta puede no ser instantanea; en estas situaciones, la informacion sensitiva
se almacena en las bancas de memoria del encéfalo. Ahi, se contrasta y se amalgama con
informacién previa almacenada, engendrando nuevos pensamientos. Este exhaustivo
procesamiento puede culminar en respuestas motrices.

En consecuencia, el sistema nervioso ejecuta tres funciones primordiales:

1. Funcidn sensitiva.
2. Funcion integradora, que engloba procesos de memoria y pensamiento.
3. Funcién motora.

Con el tiempo, todas las entradas sensoriales convergen en la corteza cerebral. La cantidad
de superficie asignada a cada parte del cuerpo en la corteza es proporcional al nimero de
nervios sensitivos que contiene, en lugar de ser determinada por su tamafio fisico real.

A continuacién, se expondran aspectos fundamentales relacionados con cada una de estas
areas, con el objetivo de proporcionar una comprensién mas profunda sobre sus funciones
individuales:

A. Areas Motrices: el area motora se sitia anterior al surco central, abarcando la
mitad posterior del l6bulo frontal (figura 2.5). Se descompone en tres
subdivisiones, todas con roles ligados al control de la actividad muscular. Estas
son:

— La corteza motora, localizada justo adelante del surco central, regula musculos
especificos de todo el cuerpo, con un enfoque particular en aquellos que orquestan
movimientos precisos.

— Por su parte, la corteza premotora, ubicada ante la corteza motora, orquesta
movimientos coordinados que comprenden secuencias de movimientos
individuales o conjuntos de musculos diversos en simultaneo. En esta region se
almacena gran parte de nuestro saber sobre el control de movimientos aprendidos,
como los requeridos para actividades deportivas.

— En el margen exterior de la corteza premotora, se halla el area de Broca. Esta
area desempefia un papel clave en la coordinacion de los movimientos de la
laringe y la boca para la emision de palabras. Funciona como el epicentro del
lenguaje en una de las dos mitades cerebrales, frecuentemente en el hemisferio
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izquierdo, aproximadamente en 19 de cada 20 personas, incluyendo a todos los
diestros y al 50 % de los zurdos.

B. Areas Sensoriales: son las regiones donde culminan las fibras sensitivas que
transportan impulsos visuales, auditivos, olfativos y diversas sensaciones
corporales (figura 2.5). Estas areas sensoriales pueden categorizarse en las
siguientes: area somestésica, visual, olfativa, auditiva, gustativa y tactil.

— El area somestésica, la cual desemperia roles en la percepcion de diferencias de
peso, la orientacion espacial, la localizacion tactil, la apreciacion de tamafio y
forma, asi como la sensibilidad a la temperatura, entre otros aspectos que
involucran comparacion y evaluacion. Presenta dos divisiones, una primaria y otra
secundaria. La porcién primaria es aquella de la corteza que recibe sefiales directas
de los receptores sensitivos del cuerpo. Contrariamente, las sefiales que llegan a
la zona secundaria son previamente procesadas en estructuras cerebrales
profundas o en la zona primaria. La primera identifica tipos particulares de
sensaciones en regiones especificas del cuerpo, mientras que la segunda se centra
en la interpretacion, no en la discriminacion de sefiales.

— Por otro lado, el area visual se extiende por el 16bulo occipital. La mayor parte
del area visual primaria se sitda en la superficie interna del hemisferio cerebral,
siguiendo la cisura calcarina, aunque una pequefia porcién se proyecta hacia el
polo externo del I6bulo occipital.

— La ubicacion del area auditiva se localiza en la mitad superior de los dos tercios
anteriores del l6bulo temporal. Su &rea primaria se encuentra en la parte media de
la circunvolucion temporal superior. En esta region se detectan tonos especificos,
intensidades y otras cualidades del sonido. Las areas secundarias ocupan otras
partes del area auditiva, interpretando el significado de palabras habladas y
también contribuyendo al reconocimiento musical.

C. Areas de Asociacion: Dentro de la corteza cerebral, encontramos areas que no se
adscriben ni a la sensibilidad ni al control motor, una caracteristica prominente,
en especial, en la corteza humana. Estas regiones, conocidas como areas de
asociacion, se presume que tienen un rol en la integracion y asamblea de multiples
inputs para producir respuestas adecuadas, transmitiéndolas a las neuronas
motoras para regular el organismo (figura 2.5). Algunas de estas areas son:

— Area de asociacion parieto-occipito-temporal: Proporciona una comprension
interpretativa profunda para sefiales provenientes de todas las areas sensitivas
circundantes.

— Area de asociacion prefrontal: Recibe una entrada sumamente influyente
mediante un haz subcortical masivo de fibras que la conecta con el area de
asociacion parieto-occipito-temporal. A través de esta conexion, la corteza
prefrontal recibe abundante informacion pre-analizada, especialmente sobre las
coordenadas espaciales del cuerpo, vital para la planificacion de movimientos
efectivos.

— Area de asociacion limbica: Esta region esta principalmente relacionada con
conductas, emociones y motivacion. El sistema limbico provee la mayoria de los
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impulsos para activar otras areas cerebrales y hasta brinda la motivacion para el
proceso de aprendizaje.

— Area de Wernicke para integracion sensitiva: Aqui confluyen sefiales
sensitivas de los I6bulos parietal, occipital y temporal. Esta area es crucial para la
interpretacion de significados finales de diversa informacion sensitiva, como el
sentido de oraciones y pensamientos, ya sean leidos, palpados o incluso
originados en el propio cerebro. La afectacion de esta zona ocasiona una dréstica
merma en la habilidad del pensamiento. Estd mayormente desarrollada en uno de
los hemisferios, cominmente el izquierdo, lo que evita la confusion de los
procesos mentales entre ambas mitades cerebrales.

— Areade la memoria reciente en el I6bulo temporal: La mitad inferior del 16bulo
temporal se vincula primordialmente al almacenamiento de la memoria reciente,
la cual abarca desde minutos hasta varias semanas.

— Area prefrontal: Ocupa la mitad frontal del I6bulo frontal. Su funcién es menos
definida que la de otras partes cerebrales. Tiene un papel esencial en la
elaboracion del pensamiento.
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Fig. 2.5. Disposicién de las distintas areas sensoriales, motrices y de asociacion.
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Capitulo 3:  Electroencefalografia

3.1. Introduccién

La Electroencefalografia (EEG) es una técnica que comprende el registro y evaluacion de
los potenciales eléctricos generados por el cerebro. Estos potenciales se adquieren
mediante electrodos, los cuales pueden ser de diversos tipos segln aplicaciones o
requerimientos determinados.

El electroencefalograma (EEG) representa registro de la actividad eléctrica de las
neuronas, soportando en papel o en formato digital.

A diferencia de otros biopotenciales, como el electrocardiograma que revela formas
similares (ondas P, QRS y T) en distintas personas, el EEG adopta formas intrincadas y
cambiantes de manera individual. Estas formas se ven influidas por la ubicacion precisa
de los electrodos en el cuero cabelludo. Ademas, en el caso de un mismo sujeto, diversos
factores (como el estado emocional, la fatiga fisica y mental, la hora del dia, el grado de
somnolencia, el entorno de ruido y la iluminacién) impactan en el registro del EEG. Esta
variabilidad se debe, en parte, a la extensa red de conexiones neuronales y a la estructura
no uniforme del encéfalo.

3.2. Ventajas de la electroencefalografia

La EEG es ampliamente utilizada como herramienta principal de diagnostico debido a las
ventajas significativas que ofrece:

— Técnica no invasiva: no requiere cirugia ni procedimientos dolorosos. Los
electrodos se colocan en la superficie del cuero cabelludo, lo que reduce el riesgo
para el paciente y facilita su adopcidn en una variedad de entornos médicos y de
investigacion.

— Alta resolucion temporal: puede capturar cambios en la actividad cerebral en
milisegundos. Esto la hace ideal para estudiar procesos cognitivos en tiempo real,
como la percepcion, la atencion y la respuesta a estimulos.

— Deteccidén de patrones de actividad anormal: especialmente efectiva en la
deteccidon de patrones de actividad cerebral anormal, como las convulsiones
epilépticas. Ayuda en el diagnoéstico y tratamiento de trastornos neuroldgicos y
psiquiatricos.

— Monitoreo en tiempo real: la capacidad de registrar la actividad cerebral en tiempo
real hace que el EEG sea valioso para monitorear la actividad cerebral durante
procedimientos médicos, cirugias cerebrales y estudios de suefio. Esto permite a
los médicos tomar decisiones informadas y adaptar los tratamientos segin sea
necesario.

— Diversidad de aplicaciones: la EEG se aplica en una variedad de campos, desde la
medicina clinica hasta la investigacion cientifica y la neurociencia cognitiva. Esto
abarca desde el diagnoéstico de trastornos neuroldgicos hasta la comprension de
coémo funciona el cerebro en diferentes estados mentales.
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— Estudio de funciones cognitivas y emocionales: la EEG es fundamental en la
investigacion de procesos cognitivos y emocionales, como la memoria, la
concentracion y las respuestas emocionales. Esto ayuda a comprender mejor la
relacion entre la actividad cerebral y el comportamiento.

— Costo y accesibilidad: la comparacion con otras técnicas de imagen cerebral,
como la resonancia magnética funcional (fMRI), la EEG es més asequible y
accesible. Esto permite su uso en una amplia gama de entornos médicos y de
investigacion.

3.3. Origen de las ondas cerebrales

El tejido nervioso presenta como una de sus funciones basicas la capacidad de generar
potenciales eléctricos que son la base de la excitabilidad del organismo.

En general, la actividad eléctrica que se registra proviene directamente desde la corteza
cerebral y no desde los nucleos grises mas profundos. Por lo tanto, el EEG representa la
actividad de la corteza cerebral. No obstante, es importante tener en cuenta que la
actividad de la corteza esta influenciada por la actividad de los nucleos grises
subcorticales. Un ejemplo de esto es el tadlamo, que se ha identificado como un
“marcapasos” que establece el ritmo para la corteza cerebral. Este fendmeno se conoce
como “sincronizacion”. En este contexto, la sincronizacion esta bajo el control de las
estructuras subcorticales, que actian como marcapasos para sincronizar las actividades
ritmicas de la corteza. En contraste, otras areas mas posteriores, que se extienden desde
el hipotdlamo hasta la parte frontal del bulbo, cumplen la funcién de desincronizar las
actividades.

Es importante tener en cuenta que la descarga de una sola neurona o de una sola fibra
nerviosa en el encéfalo nunca puede registrarse desde la superficie de la cabeza. Por el
contrario, deben disparar sincronicamente muchos miles o incluso millones de neuronas
o fibras; solo entonces se sumara una cantidad suficiente de potenciales procedentes de
las neuronas o de las fibras aisladas como para recogerse después de atravesar todo el
craneo. A partir de esto es que el gran nimero de dendritas perpendiculares a la superficie
de la corteza, presentando actividad eléctrica oscilatoria coherente permite que se
desarrollen potenciales, también ondulatorios, de intensidad relativamente grande (50uV
promedio en el cuero cabelludo). Esta circunstancia, unida a la cercania de la corteza a la
piel donde estan colocados los electrodos, hace que éstos recojan casi exclusivamente la
actividad eléctrica cortical.

Por lo tanto, la intensidad de las ondas cerebrales obtenidas en el cuero cabelludo viene
determinada sobre todo por el nimero de neuronas y fibras que disparan en sincronia
entre si, no por el nivel de intensidad de la actividad eléctrica en total en el encéfalo (Diez,
2020).

3.4. Modelo del dipolo

Tal como se menciono con anterioridad, las neuronas que vehiculizan sefiales a través de
las sinapsis operan como dipolos electromagnéticos, constituyendo los generadores
intracorticales del EEG. La eleccidn de representar estas fuentes como dipolos deriva de
la corriente eléctrica que fluye entre una fuente localizada y un punto cercano, una
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dindmica que se simplifica en términos matematicos con la nocion de un dipolo. Este
dipolo puede visualizarse como un vector, cuya direccion se marca de su punto maximo
a minimo mediante una flecha (figura 3.1). En este contexto, estos dipolos ocupan un
lugar en un conductor, como el tejido cerebral, y representan las cargas en movimiento,
como electrones e iones, presentes en dicho conductor. La magnitud de este movimiento
de cargas, es decir, la corriente eléctrica, se encuentra moldeada por la conductividad del
medio. La activacion simultdnea de numerosas neuronas con una orientacion
unidireccional produce sefiales que resultan mensurables mediante el EEG. Es relevante
considerar que, aun cuando la actividad eléctrica cerebral se origine en un punto
especifico, el EEG resultante puede ser captado en toda la superficie del cuero cabelludo.
Dicho de otro modo, el medio conductor disemina la actividad eléctrica local en su
totalidad.

Si hay mas de una fuente activada simultaneamente en el cerebro, cada electrodo mide
una contribucion de todas las fuentes. Separar estas fuentes requiere conocer las
conductancias y los volumenes implicados, en otras palabras, resolver el denominado
“problema directo”.

Desde otro punto de vista, intentar localizar los procesos neuronales que dan origen a los
potenciales cerebrales que son registrados en el EEG y que ocurren en un momento dado
pero sus origenes intracerebrales son desconocidos, es llamado “problema inverso”.

Electrode
Microelectrode

EE
.'//’ :

.- 4\»"‘%:../“*“ l 100 pV
Actividad ondulatoria

Cerebral
Cortex

Potenciales de accion

Fig. 3.1. Aparicion de dipolos en las dendritas de una neurona (izq.), (reproducida de Ganong,
1998). Diagrama simplificado de los generadores corticales de campos electromagnéticos. Se
observa el detalle ampliado de una seccién debajo del cuero cabelludo, el craneo y meninges, que
representa una circunvolucion cortical cerebral (der.).

3.5. Usos clinicos de la electroencefalografia

La EEG puede ser usada para el diagnostico de patologias de origen funcional y/o
anatomico.
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Debido a las numerosas ventajas mencionadas al comienzo del capitulo que presenta la
técnica de EEG, es que es posiblemente la técnica mas comunmente usada en la clinica
médica como primer método de diagnostico de patologias cerebrales. Sin embargo, su
uso es complementario a la informacion brindada por las otras técnicas, ya que el EEG es
un registro complejo y solo puede ser interpretado por personal muy calificado.

3.6. Ritmos del EEG

Las formas de onda del EEG son complejas. Las frecuencias de estas ondas se encuentran
entre 0,5y 100 Hz y dependen en gran parte del grado de actividad de la corteza cerebral.
La mayoria de las veces estas ondas no poseen ninguna forma determinada, en otras
oportunidades presentan un determinado “ritmo” (figura 3.2). Estos ritmos normales del
EEG se denominan delta, theta, alfa, beta y gamma; cada uno de ellos tiene un
determinado ancho de banda (por eso a veces se las denomina banda del EEG) y se
expresan con mas fuerza en algunas zonas del craneo.
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Fig. 3.2. Diferentes ritmos cerebrales.

Cada uno de estos ritmos se encuentra relacionado con distintos estados cerebrales o
patologias:

e Delta: se presentan durante el suefio profundo y en la infancia. En estado de vigilia
es anormal observarla, en ese caso puede indicar enfermedades organicas
cerebrales graves.

e Theta: se presentan en la infancia, aunque también pueden presentarlas los adultos
en periodos de estrés emocional y frustracion. Es un indicador de la madurez de
los mecanismos de la corteza, del talamo y del hipotdlamo. También, las ondas
theta estan asociadas a la inspiracion creativa y a la meditacion profunda.

e Alfa: Es el ritmo principal visto en adultos relajados normales, indica estados de
relajacion y falta de atencion. Se lo puede detectar facilmente sobre la zona
occipital cerrando los 0jos.

e Beta: se asocia a esta banda con el pensamiento activo, la concentracién y la
resolucion de problemas concretos.
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e Gamma: esta banda también se encuentra asociada a procesos cognitivos.
e Mu: se encuentra asociada a las actividades motoras. Reflejan un movimiento o
la intencion de realizarlo.

Generalmente, estos ritmos cerebrales no aparecen solos, sino que por momentos hay un
predominio de algun tipo de onda. En la Tabla 3.1 se aprecian en detalle las caracteristicas
de cada tipo de ritmo.

Ritmo Frecuencia[Hz] Amplitud [uV] Ubicacién principal

Delta (8) <4 <100 Varia
Theta (0) 4a7 <100 Varia
Alfa (o) 8al3 20-60 Occipital y Parietal
Beta (B) 14 a 30 20-30 Frontal y Central
Gamma (y) >30 <20 Frontal y Central
Mu (W) 9-11 <50 Corteza Motora

Tabla 3.1. Ritmos de frecuencias de la sefial EEG.

3.7. Tipos de EEG
La actividad bioeléctrica cerebral puede captarse desde diversas ubicaciones:

e Sobre el cuero cabelludo o por debajo de él.
e Enel cerebro expuesto, ya sea en localizaciones cerebrales profundas (para medir
los nucleos grises) o sobre la corteza cerebral.

En base a estas ubicaciones se puede realizar una clasificacion de los distintos tipos de
EEG, ya que el tipo de sefial que se medira es diferente en cada caso:

— Electroencefalografia (EEG): cuando se realiza la medicién de la actividad
cerebral desde el cuero cabelludo. Para ello, se aplican electrodos metalicos
apoyados sobre el cuero cabelludo o por debajo de la piel mediante agujas.

— Electrocorticograma (ECoG): cuando se realiza la medicién directamente sobre la
corteza cerebral, para ello es necesario exponer el cerebro mediante cirugia y se
utilizan electrodos quirurgicos en la superficie de la corteza.

— Estereo-Electroencefalograma  (E-EEG): cuando se utilizan electrodos
quirdrgicos de aplicacion profunda.

El electroencefalograma ha probado su aptitud para el diagndstico de muchas anomalias
funcionales y organicas del cerebro. Sin embargo, en ocasiones especiales es necesario
realizar procedimientos mas complejos e invasivos como son el electrocorticograma y el
estéreo-electroencefalograma. En la figura 3.3 se describe de manera visual lo expresado
anteriormente para cada tipo de registro de sefiales cerebrales.
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Fig. 3.3. Descripcion de diferentes técnicas para medir la sefial cerebral (izq.) y electrodos para registros
profundos y de ECoG (der.)

3.8. Electrodos

Los electrodos que se usan para el registro de EEG deben ser capaces de captar los
reducidos potenciales propios de la sefial como asi también poseer el menor ruido posible
y ocasionar la menor resistencia de contacto.

3.8.1. Tipos de electrodos

Existen varios tipos de electrodos, pudiéndose clasificar los mismos de acuerdo con la
forma de registrar los potenciales eléctricos, en superficiales y quirdrgicos.

Debido a que en este trabajo se han realizado s6lo mediciones superficiales de la actividad
de la corteza cerebral, se menciona a continuacion los tipos de electrodos existentes para
este fin.

— Adheridos: Son pequefios discos metélicos de 5 mm de didmetro. Suelen ser
Ag/CIAg, lo que les otorga excelentes propiedades de conduccion y se adhieren
al cuero cabelludo con pasta conductora. Aplicados correctamente dan
resistencias de contacto muy bajas.

— De contacto: Consisten en pequerfios tubos de plata clorurada roscados a soporte
de pléstico. En su extremo de contacto se coloca una almohadilla que se humedece
con solucién conductora. Se sujetan al craneo con bandas elasticas y se conectan
con pinzas tipo cocodrilo. Son de colocacion muy facil, pero incémodos, por lo
que no se los usa en registros largos.

— Gorro de EEG: Los electrodos estan incluidos en una especie de casco elastico.
Existen de diferentes tamafos, dependiendo del tamafio de cabeza del paciente.
Como caracteristicas mas importantes presentan la comodidad y rapidez de
colocacion, la comodidad para el paciente en registros de larga duracién y la
precision de su colocacion, lo que los hace muy Utiles en estudios comparativos,
aunque para sacar provecho de esta caracteristica es precisa una técnica muy
depurada. En este caso no se utiliza pasta conductora, sino gel conductor que
permite su colocacion con una jeringa dentro del mismo electrodo.
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Fig. 3.4. Algunos tipos de electrodos de superficiales: a) Adheridos; b) De Contacto; ¢) Gorro de
EEG.

3.8.2. Disposicion de los electrodos

El sistema 10-20 es un estandar para la colocacion precisa de electrodos en el cuero
cabelludo durante un electroencefalograma (EEG) y es el sistema mas utilizado
actualmente. Se basa en medir distancias proporcionales entre puntos de referencia en la
cabeza, como el nasion (la parte superior de la nariz) y el inion (el hueso en la base del
créneo).

En este sistema, los puntos de medicion se dividen en 10 y 20 porciones desde estos
puntos de referencia y los electrodos se colocan en puntos especificos segun estas
divisiones. Cada uno de los electrodos tiene una nomenclatura conformada por una letra
y un namero, el nimero hace referencia al hemisferio en donde se encuentra (nimeros
impares se localizan en el hemisferio izquierdo mientras que los pares se localizan en el
derecho). Por otra parte, la letra identifica la ubicacion de los electrodos respecto de la
zona (o del hueso) del craneo en la que se encuentran, F (Frontal), P (Parietal), T
(Temporal), O (Occipital) y A (Auricular). Los electrodos de la linea media reciben el
subindice «z» (por «zero», cero en inglés).
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Fig. 3.5. A. Vista de perfil. B. Vista superior. Situacion de los electrodos.
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Capitulo 4. Potenciales Evocados

4.1. Introduccidn

Los Potenciales Evocados (PE, o por sus siglas en inglés, EP) ocupan un gran campo de
estudio, siendo parte de diferentes pruebas para diagnostico en practicas clinicas.
Representan la respuesta electroencefalogréfica ante un estimulo. Su utilidad clinica se
basa en la reproductibilidad de estos examenes en diferentes pacientes; en su capacidad
para distinguirse en funcionamientos sensitivos anormales; en revelar la presencia de un
funcionamiento defectuoso en casos de desmielinizacion; en ayudar a definir la
distribucion anatomica de una enfermedad; y en monitorear cambios objetivamente
(Chiappa, 1997). Estas pruebas proveen informacion cuantitativa en examenes
neurolégicos.

Un PE refiere a una manifestacion eléctrica de la recepcion cerebral como respuesta a un
estimulo externo. Por ejemplo, los PE visuales (PEV, o por sus siglas en inglés, VEP)
producidos por flash, pueden ser vistos en un electroencefalograma (EEG). Se encuentran
sincronizados al estimulo y pueden ser interpretados como una reorganizacion de las
oscilaciones espontaneas del cerebro en respuesta al estimulo (Vialatte et al., 2010).

4.2. Estado del Arte

Los potenciales evocados tienen una larga historia en la neurociencia. Su estudio comenzé
en la década de 1930 con los primeros experimentos sobre respuestas cerebrales a
estimulos sensoriales. Sin embargo, fue en la década de 1960 cuando se consolidaron
como herramienta diagndstica y experimental gracias a los avances en la tecnologia de
registro de EEG (Dawson, 1954; Regan, 1989).

En 1875, Richard Caton, en la Escuela de Medicina del Royal Infirmary en Liverpool,
mientras buscaba el potencial de accién de du Bois-Reymond en los nervios, no solo lo
encontro, sino que, al registrar bipolarmente con un galvanémetro de Thomson desde la
corteza cerebral en animales, notd que habia una fluctuacion continua de los potenciales
cerebrales (Pagni et al., 1988).

Sobre esas ondas, Caton encontr0 variaciones de potencial relacionadas con la
estimulacion sensorial y comprendié que era una sefial respuesta de los impulsos que
Ilegaban al cerebro desde la periferia. En los siguientes afios, pudo identificar respuestas
a la estimulacion de las extremidades y a estimulos luminosos. Después de Caton, Beck,
Danilewsky y Larionov, lograron registrar potenciales relacionados con la luz y el sonido.
Como no tenian camaras, sus hallazgos fueron presentados mediante descripciones
verbales o bocetos (Pagni et al., 1988).

Asi, los PE por estimulacion periférica fueron descubiertos cuando se publicaron las

primeras imagenes de actividad cortical y PE sensoriales en animales por Neminsky en
1913 (Pagni et al., 1988).
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Hans Berger, en 1929, fue el primero en registrar potenciales cerebrales a través del
créneo intacto en humanos, estableciendo asi las bases de la electroencefalografia clinica.
Demostro que los potenciales cerebrales humanos se veian afectados por la hipoxia, la
anestesia, la apertura y cierre de los ojos, y el suefio. También mostr6 que en casos de
epilepsia las ondas cerebrales eran anormales (Pagni et al., 1988).

La primera grabacion de una respuesta cortical evocada por estimulacion periférica en
humanos fue publicada por Pauline Davis en 1939, quien registré potenciales evocados
tras aplicar descargas eléctricas en el dedo anular, destellos de luz y sonidos. Sin embargo,
fueron solo observaciones aisladas.

La era moderna del registro de potenciales evocados en humanos fue iniciada por Dawson
en 1947. Logro registrar transcranealmente las respuestas cerebrales a la estimulacion
eléctrica de los nervios periféricos utilizando la técnica de superposicion. En un principio,
los resultados eran bastante rudimentarios, pero en los afios siguientes desarrollé un
nuevo método, la "técnica de suma", que empleaba un dispositivo giratorio sincronizado
con el estimulo. Con la repeticion del estimulo, una serie de respuestas se dirigian a
condensadores, cada uno correspondiente a un intervalo de tiempo diferente desde el
estimulo (Dawson, 1954).

En particular, los potenciales evocados comenzaron a estudiarse en profundidad en la
década de 1970, cuando se descubri6 su utilidad para evaluar la funcion del nervio optico
y la corteza visual. Desde entonces, su aplicacion ha crecido en diversas areas, incluyendo
la evaluacion de enfermedades como la esclerosis multiple, el glaucoma e hipoacusia.

4.3. Tipos de potenciales evocados

Los potenciales evocados pueden ser provocados mediante cualquier estimulo externo.
Los estimulos mas comunes utilizados para ensayos clinicos son los potenciales evocados
visuales (PEV, o VEP por sus siglas en inglés), potenciales evocados auditivos (PEA, o
AEP por sus siglas en inglés) y potenciales evocados somatosensoriales (PES, o SEP por
sus siglas en inglés).

4.3.1. Potenciales evocados auditivos

Los potenciales evocados auditivos (PEA) se han convertido en una herramienta
ampliamente utilizada para evaluar el estado clinico de la audicién. Su uso es frecuente
en la deteccion de problemas auditivos en recién nacidos con alto riesgo de pérdida
auditiva; y en los ultimos afios su estudio ha experimentado gran crecimiento en areas
como la audiometria y el andlisis de la integracion multisensorial (Nuwer, 1998).

Sobre la Figura 4.1 se observan los distintos estimulos auditivos utilizados en ensayos de
PEA. Estos se diferencian entre si en relacion parametros de los tonos modulados (la
portadora, tipo y profundidad de la moduladora y/o la envolvente del estimulo).
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Fig. 4.1. Diferentes estimulos utilizados para PEA.

e TONES (Tonos puros): Son ondas sinusoidales de una sola frecuencia, utilizadas
comunmente en estudios de audicién y potenciales evocados auditivos. Sirven para
evaluar la respuesta del sistema auditivo a frecuencias especificas.

e BEATS: Se generan cuando dos tonos de frecuencias ligeramente diferentes se presentan
en cada oido, lo que provoca la percepcion de un tercer tono cuya frecuencia es la
diferencia entre ambas. Se utilizan en estudios de integracion auditiva y percepcion
sonora.

e SAM (Sefales de amplitud modulada): Son tonos puros cuya amplitud varia de manera
periddica a una frecuencia especifica. Se usan en estudios de percepcién auditiva y
procesamiento neuronal de la modulacion de amplitud.

e SIN3: Consiste en una envolvente de modulacién basada en la tercera potencia de la
envolvente senoidal habitual.

e FM (Frecuencia modulada): Son sefiales en las que la frecuencia varia en el tiempo
siguiendo un patron determinado. Se utilizan para estudiar la codificacién neuronal de
cambios en la frecuencia de los sonidos.

e MM: Es una modulacion mixta de AM y FM que se realiza de forma simultanea.

e IAFM (Interaural Amplitude-Frequency Modulation): Es una combinacion de
modulacion de amplitud y frecuencia independientes. Se usa en estudios de localizacion
del sonido y procesamiento auditivo espacial.
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4.3.2. Potenciales evocados visuales

Los potenciales evocados visuales (PEV) fueron inicialmente provocados mediante
destellos de flash. Sin embargo, con el tiempo, se desarrollaron otras técnicas que
mejoraron la precision y confiabilidad de su registro.

Los PEV transitorios son respuestas del sistema visual ante cambios abruptos en el
estimulo, como saltos o escalones en la entrada. Son particularmente Utiles para evaluar
el tiempo que tarda un estimulo visual en viajar desde la retina hasta la corteza occipital,
proporcionando informacion sobre la integridad y velocidad de conduccion en la via
visual.

Por otro lado, los PEV de estado estacionario (PEVEE) presentan ventajas significativas
en comparacion con los PEV transitorios. Son menos susceptibles a artefactos causados
por el parpadeo, los movimientos oculares y la contaminacion electromiografica. Su sefial
varia ligeramente en amplitud a lo largo del tiempo, con una tendencia a disminuir tras
las primeras oscilaciones. Debido a su periodicidad, los PEVEE pueden analizarse
facilmente mediante herramientas espectrales, ya que en su espectro de frecuencia
muestran picos estables y bien definidos. La deteccion de estos potenciales es sencilla, ya
que una simple transformada de Fourier permite confirmar su presencia de manera
eficiente.

En términos generales, un PEVEE puede definirse como un fenémeno de resonancia que
ocurre principalmente en la corteza visual cuando una persona observa un estimulo visual
que parpadea a frecuencias superiores a 4 Hz. Esta respuesta refleja la sincronizacion del
sistema visual con la frecuencia del estimulo, lo que permite su aplicacion en diversas
areas de investigacion y en la evaluacion clinica de trastornos neurolégicos (Regan,
1989).
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Fig. 4.2. A. Funcion de entrada de estimulacion tipo escaldn, y en rojo su PE visual transitorio.
B. Funcidn de entrada de estimulacidn tipo sefial cuadrada de periodo T, y en azul su PE de estado
estacionario. F1 corresponde al espectro de la sefial PEV transitorio y F2 al espectro de la sefial
PEVEE.

Los PEVEE se generan mediante estimulos visuales que destellan a una frecuencia
constante, producidos por pantallas (TRC, LCD) o luces LED. Estudios han demostrado
que los LED generan respuestas mas intensas, ya que su espectro es mas simple y su
estimulo mé&s puro, en comparacion con los TRC y LCD, que presentan componentes
adicionales debido a la frecuencia de refresco.

43.2.1 Frecuencias de estimulacion

El rango de frecuencias de estimulacion visual se puede dividir en tres subsistemas
(Regan, 1989):

1. Frecuencias bajas (hasta 12Hz).
2. Frecuencias medias (entre 12 y 30Hz).
3. Frecuencias altas (por encima de 30Hz).

Los PEVEE de baja frecuencia tienen una amplitud mayor que los de frecuencia media y
alta, lo que facilita su deteccion. En contraste, los de alta frecuencia presentan amplitudes
menores Yy, por ende, son mas dificiles de identificar. No obstante, el ruido del EEG
espontaneo es menor en altas frecuencias, o que compensa la diferencia de amplitud y
mantiene una relacion sefial a ruido similar en los tres rangos (Wang et al., 2006). En la
Figura 4.3 se ilustran las respuestas evocadas para cada rango, con frecuencias centrales
de 15 Hz para el bajo, 31 Hz para el medio y 41 Hz para el alto.
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Fig. 4.3. A. Respuesta de los PEVEE en los tres subsistemas (izquierda). Relacion sefial a ruido
respecto del EEG de fondo de los tres subsistemas (derecha). Modificado de Wang et al., (2006).
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Capitulo 5: Demencias y Alzheimer:
Prevalencia y Causas

5.1. Introduccién

La demencia es un desafio de salud publica en constante crecimiento, con un impacto
significativo tanto a nivel global como regional. En 2019, se estimé que aproximadamente
57 millones de personas en todo el mundo vivian con demencia, y las proyecciones
indican que esta cifra podria ascender a 153 millones para el afio 2050. Este aumento
exponencial se debe principalmente al envejecimiento de la poblacién y al crecimiento
demogréafico. Aunque en algunos paises de altos ingresos las tasas de incidencia ajustadas
por edad han mostrado una leve disminucion, el nimero absoluto de casos continia en
ascenso, lo que representa un problema de gran magnitud (Nichols et al., 2022).

El impacto de la demencia abarca multiples dimensiones. Desde el punto de vista de la
salud pablica, supone una carga creciente sobre los sistemas sanitarios debido a los costos
asociados con el diagndstico, tratamiento y atencion a largo plazo de los pacientes. A
nivel econdmico, la enfermedad genera gastos significativos no solo en términos de
atencion médica y social, sino también por la pérdida de productividad tanto de los
pacientes como de sus cuidadores. En el ambito social, la demencia afecta no solo a
quienes la padecen, sino también a sus familias y cuidadores, quienes a menudo enfrentan
un desgaste fisico y emocional considerable, lo que puede derivar en estrés y depresion
(Livingston et al., 2024).

En América Latina, la situacion es particularmente preocupante. Se estima que la
prevalencia de la demencia en adultos mayores de 60 afios oscila entre el 6.0% y el 6.5%,
con un crecimiento acelerado en comparacion con otras regiones. Por ejemplo, en paises
como Argentina y Chile, se proyecta un aumento del 77% en el nimero de personas con
demencia entre 2001 y 2040. Ademas del envejecimiento de la poblacion, diversos
factores de riesgo influyen en esta tendencia, entre ellos, las desigualdades
socioecondmicas y el acceso limitado a la educacion. Estudios han demostrado que la
demencia es mas prevalente en personas con menor nivel educativo, lo que sugiere que
la falta de acceso a informacion y servicios de salud podria contribuir al desarrollo y
progresion de la enfermedad.

Otro aspecto relevante en la region es el estigma que rodea a la demencia. En muchos
paises latinoamericanos, el desconocimiento sobre la enfermedad puede dificultar tanto
su diagnoéstico temprano como la basqueda de ayuda por parte de los pacientes y sus
familias. Investigaciones realizadas en la Ciudad Autonoma de Buenos Aires han
revelado que incluso entre familiares de personas con demencia, el conocimiento sobre
la enfermedad es limitado, lo que puede derivar en un manejo inadecuado de los sintomas
y una mayor sobrecarga para los cuidadores. Asimismo, se ha identificado la necesidad
de una mejor capacitacion en los profesionales de la salud (Gallo et al., 2022).
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Dado este panorama, es fundamental intensificar los esfuerzos en prevencion, diagnéstico
temprano y acceso a tratamientos adecuados. La implementacion de estrategias efectivas
debe incluir la reduccion de factores de riesgo modificables, la concientizacion pablica 'y
la mejora en la formacién de los profesionales de la salud. Solo con una visién integral
sera posible enfrentar los desafios que la demencia representa para la sociedad y mejorar
la calidad de vida de quienes la padecen y de sus cuidadores.

5.2. ¢Queé es la demencia?

La demencia es un término general que describe el deterioro progresivo de la funcion
cognitiva, lo suficientemente grave como para interferir con la vida diaria. No es una
enfermedad especifica, sino méas bien un sindrome clinico, lo que significa que es un
conjunto de sintomas que pueden ser causados por diversas enfermedades o afecciones
(Chouliaras y O’Brien, 2023).

Se puede entender la demencia como un “paraguas” que abarca numerosas patologias
especificas que tienen en comun la afectacion de las funciones cerebrales, principalmente
la memoria, el lenguaje, la atencién, el razonamiento y la percepcion visual.

Existen mdltiples causas de demencia, siendo la enfermedad de Alzheimer la mas
frecuente, representando entre el 60% y el 70% de los casos. Esta patologia se caracteriza
por una degeneracion progresiva del tejido cerebral, que conduce a una pérdida gradual
de las funciones cognitivas y motoras. Otras formas de demencia incluyen la demencia
vascular, originada por problemas en el flujo sanguineo cerebral; la demencia con cuerpos
de Lewy y la asociada a la enfermedad de Parkinson, que comparten caracteristicas
patoldgicas y clinicas; y la demencia frontotemporal, que afecta principalmente las
regiones del cerebro relacionadas con la conducta y la toma de decisiones. Ademas,
existen formas menos comunes, como la pardlisis supranuclear progresiva, la
degeneracion corticobasal y la enfermedad de Huntington (Gallo et al., 2022).

La demencia es una de las principales causas de discapacidad en adultos mayores. Su
progresion implica un deterioro continuo en la memoria, el pensamiento, la orientacion y
el juicio, lo que dificulta la realizacion de actividades basicas de la vida diaria, como
vestirse, alimentarse 0 manejarse en el entorno. A medida que avanza la enfermedad,
pueden presentarse también alteraciones en la movilidad, la incontinencia y otras
complicaciones fisicas que contribuyen a la pérdida de independencia.

Desde el punto de vista econdmico y social, la demencia representa una carga
significativa para los sistemas de salud y bienestar. Los costos asociados incluyen tanto
los gastos directos, como el diagndstico, la atencién médica y los cuidados prolongados,
como los costos indirectos derivados de la pérdida de productividad de los pacientes y de
sus cuidadores. A medida que aumenta la esperanza de vida y la poblacion envejece, se
prevé que el nimero de casos de demencia crezca de manera exponencial en las préximas
décadas, lo que incrementard ain mas la presion sobre los sistemas de salud y los recursos
publicos (Livingston et al., 2024).

El impacto de la demencia no solo afecta a quienes la padecen, sino también a sus familias
y cuidadores. Para los pacientes, la pérdida progresiva de sus facultades cognitivas genera
desorientacion, ansiedad y frustracion, mientras que en los familiares puede generar un
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alto nivel de estrés emocional y fisico. La sobrecarga del cuidador es un problema
frecuente, ya que el acompafiamiento de una persona con demencia implica grandes
demandas en términos de tiempo y esfuerzo, ademas del desgaste psicoldgico que supone
presenciar el deterioro de un ser querido.

En Argentina, la prevalencia global de demencia se estima en un 12,18% en personas
mayores de 65 afios. De estos casos, el 5,85% corresponde al tipo Alzheimer y el 3,86%
a demencia vascular, siendo la enfermedad de Alzheimer la méas frecuente. En este
contexto, la enfermedad de Alzheimer ocupa un lugar central dentro del estudio de las
demencias. Se trata de una patologia neurodegenerativa progresiva que afecta
principalmente a personas mayores y cuya causa ain no esta completamente esclarecida.
Se han identificado algunos factores de riesgo, como la edad avanzada, antecedentes
familiares y ciertos factores genéticos, aunque también se estudian otros elementos
modificables, como el estilo de vida, la dieta y la actividad fisica (Gallo et al., 2022).

5.3. Enfermedad de Alzheimer

Se trata de una enfermedad neurodegenerativa progresiva que afecta principalmente a
personas mayores, deteriorando sus capacidades cognitivas y funcionales con el tiempo.

A nivel patoldgico, el Alzheimer se caracteriza por la acumulacién de placas amiloides y
ovillos neurofibrilares en el cerebro. Las placas amiloides comienzan a formarse décadas
antes de la aparicién de los sintomas, aunque su presencia no siempre implica que una
persona desarrollara demencia. Por otro lado, los ovillos de tau, formados por proteina
hiperfosforilada, también son una caracteristica distintiva de la enfermedad. La
combinacién de ambos biomarcadores incrementa significativamente la probabilidad de
desarrollar Alzheimer (Chouliaras y O’Brien, 2023).

Detectar el Alzheimer en sus primeras etapas sigue siendo un reto. Las técnicas de
imagen, como la resonancia magnética, tienen una sensibilidad limitada para identificar
cambios tempranos, ya que suelen detectar solo dafios avanzados.

El uso de biomarcadores en sangre o liquido cefalorraquideo ha mejorado la precision
diagnostica, pero estos no son definitivos por si solos. Su presencia indica alteraciones
caracteristicas del Alzheimer, pero no siempre se traduce en sintomas clinicos. Ademas,
gran parte de la investigacion se ha centrado en poblaciones especificas, lo que dificulta
la generalizacién de los hallazgos a nivel global.

Actualmente, no existen terapias curativas para el Alzheimer. La mayoria de los
tratamientos disponibles buscan aliviar los sintomas sin modificar el curso de la
enfermedad.

En los ultimos afios, han surgido terapias dirigidas a la eliminacion de placas amiloides,
que han mostrado una reduccién modesta en el deterioro cognitivo. Sin embargo, sus
efectos son limitados y se han probado principalmente en personas con enfermedad leve.
Ademas, estos tratamientos presentan efectos secundarios y su elevado costo podria
restringir su acceso a la poblacién general (Livingston et al., 2024).

Diversos estudios han demostrado que la prevencion juega un papel clave en la reduccion
del riesgo de demencia. En algunos paises de altos ingresos, las tasas de incidencia
ajustadas por edad han disminuido en las ultimas décadas, lo que sugiere que ciertos
factores modificables pueden influir en la aparicion de la enfermedad.
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Sin embargo, esta disminucién se ha observado principalmente en sectores
socioecondémicamente favorecidos, lo que resalta la importancia de abordar desigualdades
en salud. Entre los factores de riesgo potencialmente modificables se encuentran la
pérdida auditiva, hipertensién, obesidad, tabaquismo, depresion, aislamiento social,
inactividad fisica y diabetes. Para mitigar estos riesgos, se requieren estrategias de
intervencion tanto a nivel individual como estructural.

Por las razones anteriores, identificar el Alzheimer en sus primeras fases es fundamental
para mejorar la calidad de vida de las personas afectadas y sus familias. Un diagndstico
oportuno permite planificar el manejo de la enfermedad, acceder a recursos de apoyo y
prepararse para el futuro.

Ademas, a medida que se desarrollen terapias mas eficaces, la deteccion temprana sera
clave para determinar quiénes podrian beneficiarse de tratamientos especificos antes de
que la enfermedad avance. También puede ayudar a reducir el estigma asociado a la
demencia y facilitar el acceso a redes de apoyo para cuidadores.

5.4. Alternativas de diagndstico

Como se desarroll6 en el capitulo 3, la electroencefalografia es una técnica rapida y no
invasiva que permite registrar la actividad eléctrica del cerebro en tiempo real. Su
implementacién es sencilla en comparacion con otros métodos de neuroimagen mas
costosos y complejos, como la resonancia magnética funcional (fMRI) o la tomografia
por emision de positrones (PET). Ademas, los protocolos de registro de EEG pueden
realizarse en menos de una hora, permitiendo evaluar a maltiples pacientes en una jornada
clinica.

Dada su facilidad de uso y su bajo costo, el EEG puede ser implementado en hospitales
publicos y centros de salud con menos recursos tecnoldgicos. Si bien los estudios que
utilizan EEG para el diagnostico diferencial de la demencia son escasos y necesitan de
mas investigacion (Chouliaras y O’Brien, 2023), su capacidad para detectar patrones de
disfuncion neuronal del Alzheimer podria permitir una intervencion mas temprana y
mejorar la calidad de vida de los pacientes. Ademas, su integracién con herramientas de
inteligencia artificial y machine learning podria optimizar ain mas su capacidad
diagndstica, ofreciendo una opcion accesible y confiable para la evaluacién del deterioro
cognitivo.
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Capitulo 6: Sistema de Estimulacion y
Adquisicion

6.1. Introduccion

Los PEVEE han demostrado ser herramientas clave en la investigacion de trastornos
neuroldgicos que afectan el procesamiento visual, como la migrafa, la esclerosis multiple
y la enfermedad de Alzheimer. En estos casos, la alteracion en la amplitud o fase de los
PEVEE puede ser un indicador de disfunciones en la transmision neuronal y en la
conectividad de las &reas visuales del cerebro.

El estudio de los PEVEE no solo contribuye a una mejor comprension del sistema visual
y sus patologias, sino que también abre posibilidades para aplicaciones clinicas y
tecnoldgicas, desde la rehabilitacion neural hasta el control de dispositivos mediante la
actividad cerebral.

Para este trabajo fue necesario del uso de dos sistemas: un sistema de estimulacién, y otro
de adquisicion. El primero, encargado de provocar las estimulaciones visuales a los
pacientes, con precision en el tiempo, debera de estar sincronizado con el segundo.

6.2. Generacion de estimulos visuales

Teniendo en cuenta lo desarrollado en el apartado 4.3.2.1, la estimulacion visual no
produce el mismo efecto en cualquier frecuencia. Por esta razon, se seleccionaron cuatro
frecuencias bien diferenciadas: 8, 15, 27 y 60 Hz, abarcando asi un rango amplio que
incluye frecuencias bajas, medias y altas.

El estimulo visual utilizado consistio en el encendido y apagado (parpadeo) de un LED
verde a las frecuencias de estimulacion establecidas. Para lograrlo, fue necesario un
sistema de estimulacién capaz de generar sefiales con alta precision para garantizar la
correcta aplicacion de cada frecuencia.

Ademas, este sistema debia permitir un control estricto de los tiempos, asegurando que
los destellos tuvieran una duracién especifica, con pausas regulares entre ellos, y que las
frecuencias variaran entre intentos de manera planificada.

6.2.1. Hardware del sistema de estimulacion

El sistema de estimulacion se encarga de provocar una sefial cuadrada y de su
transformacion a luz, para provocar asi la estimulacion visual.

La sefial cuadrada nace desde una computadora. Esta es mediada por software el cual se
explicara en el apartado 6.2.2.

Una vez generada la sefial cuadrada, sea cual sea su frecuencia, debe ser adaptada para lo
requerido por un LED. El caso es que, al tratarse de una sefial de salida de PC, es necesaria
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su conversion al mundo analogico. Siendo esto asi, se requiere de un conversor digital
analdgico.

A la salida del conversor se obtiene una sefial de la misma frecuencia que la generada por
la computadora. El tltimo paso de adaptacion es llevar la amplitud de esta sefial a valores
suficientes para alimentar el LED. En otras palabras, requiere de una amplificacion.

El sistema completo se puede esquematizar de la siguiente manera:

salida digital N
PC 8,15, 27, 60Hz 'ADC
salida analégica

AMPLIFICADOR

salida analégica
amplificada

LED

Fig. 6.1. Diagrama del sistema de estimulacidn.

6.2.1.1 PC

En este primer bloque se genera la sefial cuadrada, o tren de pulsos, que excitara
finalmente el LED.

Para su generacion se hizo uso de MATLAB utilizando un paquete de librerias para el
control de dispositivos de la marca NATIONAL INSTRUMENTS, necesario para
comandar el conversor del siguiente bloque.

6.2.1.2 Conversor analogico digital

Un conversor analdgico digital se encarga de convertir sefiales analdgicas a digitales o
viceversa. Para el caso fue necesario convertir la sefial digital generada desde Matlab, en
un tren de pulsos analdgico.

El conversor utilizado fue un National Instruments USB-6002 de 16bits y 50Ks/s.

Como se observa en la figura 6.3 el conversor conecta mediante USB a la computadora.
Este a su vez comprende varios pines de salida, de los cuales se utilizan dos de sus pines
analdgicos para la salida del tren de pulsos.
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6.2.1.3 Amplificador

La funcion del bloque amplificador es elevar la potencia de los pulsos entrantes a niveles
suficientes para el encendido del LED.

Para esto se hizo uso del integrado ULN 2803 que consiste en un arreglo de transistores
encargados de amplificar la corriente entrante. Ademas, aislan al dispositivo del circuito
de potencia.

6.2.1.4 Estimulador visual

Como ultimo bloque se encuentra comprendido el soporte del LED. Este radica en una
base con una barra extensible, la cual ayuda a la adaptacion del sistema a la altura del
paciente. Sobre la punta de la barra se encuentra un protector plastico con recubrimiento
interno de aluminio, y dentro de él, el LED de color verde.

6.2.2. Software de control

Como se detalla en el inciso 6.2.1.1, el primer bloque implicado en la generacion del tren
de pulsos que finalmente excitarda el LED consiste en una computadora. A través del
puerto USB la sefial serd enviada al conversor analdgico-digital.

La sefial se genera desde la computadora gracias a MATLAB, que a su vez permitio poder
adaptar la misma segun las necesidades.

El sistema funciona en una computadora que esta conectada a dos dispositivos externos
(Figura 6.2):

e Un conversor analdgico-digital NI USB-6002, al que se accede a traves de un
puerto USB y que recibe el tren de pulsos de diferentes frecuencias para la
estimulacion visual.

e Un electroencefaldgrafo, conectado mediante un puerto paralelo, que permite
registrar marcas temporales en el EEG en el momento exacto en que comienza y
termina cada estimulo.

En primer lugar, el cadigo solicita informacion del paciente y configura el sistema. Si esta
habilitado, inicializa la comunicacion con el puerto paralelo, especificando la direccion
de memoria del puerto e implementando el envio de marcas. Estas marcas son esenciales
para la sincronizacion entre los estimulos visuales y el registro EEG, ya que indican
eventos clave como el inicio y fin de cada estimulacion y repeticion. Estas se registran en
un canal especifico dentro de la sefial EEG para facilitar su identificacion en el analisis
posterior.

El sistema utiliza el NI USB-6002 para generar un estimulo que consiste en una sefial
cuadrada, cada estimulo posee distintas frecuencias (8, 15, 27 y 60 Hz). Cada frecuencia
se repite cinco veces en orden aleatorio para evitar sesgos experimentales. Cada
estimulacién tiene una duracion de 10 segundos, seguida de un periodo de pausa de 3
segundos antes de la siguiente presentacion (dando un total de 5 minutos por estudio)
como se esquematiza en la figura 6.2.
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Fig. 6.2. Modelo de estimulacién.

Durante el experimento, el codigo envia las sefiales al conversor NI, que luego las
transmite al dispositivo de estimulacion visual. En paralelo, se envian marcas al
electroencefalografo a través del puerto paralelo, permitiendo que los datos EEG
registrados queden correctamente alineados con los momentos exactos en los que se
presentd cada estimulo.

Finalmente, se almacena un registro detallado del experimento en un archivo de texto,
incluyendo el orden de las frecuencias, las tasas de muestreo y las marcas de
sincronizacién. Esto permite un analisis posterior preciso, asegurando que los datos EEG
puedan ser interpretados en relacion con los estimulos presentados, facilitando el estudio
de la respuesta cerebral a diferentes frecuencias visuales.

salida digital o
PC 8,15, 27, 60Hz 'ADC

sefial de sincronismo Registro EEG

Fig. 6.3. Salida del blogue PC.
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6.3. Adquisicion de la senal

6.3.1. Especificaciones del equipo

El electroencefalografo ActiveTwo es fabricado por BioSemi. Este equipo cuenta con
distintas configuraciones de canales, permitiendo utilizar 128, 160 o 256 canales en su
version estandar, ademas de opciones reducidas de 32 y 64 canales. Para la adquisicion
de la sefal, el sistema dispone de conectores especificos que permiten la conexion de
hasta 32 canales monopolares (A1-32 a H1-32) y ocho conectores adicionales para
canales monopolares individuales (EXG1-EXG8). La cantidad de canales utilizados en el
experimento fue de 128, mas los ocho canales monopolares individuales (136 en total).

La frecuencia de muestreo empleada varia de acuerdo con la configuracion del sistema,
ya que el dial de modo de velocidad de la caja A/D y la relacion de decimacion establecida
en el software ActiView determinan este parametro. Para este trabajo se utiliza una
frecuencia de muestreo de 2048Hz.

En cuanto a la precision y resolucion del registro, el sistema almacena los datos en
formato BDF (BioSemi Data Format), con una resolucion de 24 bits por muestra, lo que
permite una captura detallada de la actividad cerebral.

6.3.2. Materiales utilizados

Para la adquisicion de la sefial EEG, se utilizaron distintos materiales, incluyendo
electrodos, gel conductor y herramientas para el montaje y verificacion de la impedancia.

El sistema emplea electrodos activos de plata/cloruro de plata (Ag/AgCl). Existen dos
tipos principales de electrodos que pueden utilizarse: los electrodos de tipo pin, montados
en cables planos y disefiados para su uso con gorros de EEG, y los electrodos de tipo
plano con conexiones individuales, utilizados para registrar sefiales adicionales como
EOG, ECG, EMG o referencias de EEG. Electrodos tipo pin fueron utilizados para el
trabajo (figura 6.4). Para garantizar una buena conduccion de la sefial, se utiliza un gel
conductor.
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Fig. 6.4. Electrodos activos tipo pin.

La ubicacidn de los electrodos en el cuero cabelludo sigue el sistema internacional 10-20,
teniendo en cuenta la cantidad de 128 canales (figura 6.5).

Fig. 6.5. Posicionamiento y tag de los electrodos.
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El montaje del sistema comienza con el ajuste del gorro en la cabeza del participante
(figura 6.6). Para los electrodos de tipo pin, se llenan los soportes con gel conductor. Una
vez instalados, la verificacion de la impedancia se realiza a través de la pestafia "Electrode
Offset" en el software ActiView, que mide el voltaje promedio entre el sistema de
referencia CMS y cada electrodo activo. Se buscan valores de offset bajos y estables,
idealmente dentro del rango de +25 mV, para garantizar una buena calidad de la sefial.
Aunque el ActiveTwo es tolerante a contactos de alta impedancia debido a su elevada
impedancia de entrada, la verificacion del offset sigue siendo un paso fundamental en el
proceso de adquisicion.

Fig. 6.6. Gorro para EEG.

6.3.3. Conexidn del equipo

El electroencefalografo ActiveTwo se conecta a la computadora a través de un sistema de
fibra oOptica y USB para garantizar una comunicacion rapida y estable. La caja de
conversion A/D se enlaza al receptor Optico/interfaz USB 2.0 mediante un cable de fibra
Optica unidireccional, lo que minimiza interferencias eléctricas y asegura una transmision
de datos eficiente. Posteriormente, el receptor éptico se conecta directamente a la
computadora host a través de un puerto USB 2.0, permitiendo la transferencia de los datos
adquiridos. Esta conexion se ve esquematizada en la figura 6.7.

Para lograr la sincronizacion con los estimulos visuales, se utiliza la conexion entre el
dispositivo o computadora de activacion y el puerto de entrada de trigger del ActiveTwo.
A través de este puerto, se envian marcas de tiempo que indican el inicio y el final de
cada estimulacion visual (detallado en el inciso 6.2.2).

El software utilizado para la adquisicion y almacenamiento de la sefial EEG es ActiView
(version 5.34). Este programa permite configurar los parametros de adquisicion,
visualizar los datos en tiempo real y guardarlos en formato BDF, asegurando que la
informacion registrada pudiera ser posteriormente analizada con precision.
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Fig. 6.7. Diagrama de conexidn de componentes del ActiveTwo.

6.3.4. Consideraciones adicionales

Para garantizar la calidad de la sefial EEG y minimizar interferencias, se toman en cuenta
diversas condiciones ambientales y precauciones durante el experimento.

En primer lugar, se selecciona un laboratorio con un espacio amplio, idealmente con
habitaciones separadas para el participante y el experimentador, con el objetivo de reducir
distracciones y mejorar la calidad del registro. Se evitan fuentes cercanas de interferencia
eléctrica, como dispositivos electronicos de alto consumo, los examenes se realizan con
la fuente de luz general apagada (pues se debe reducir al maximo el ruido eléctrico).

Finalmente, para minimizar interferencias y artefactos, se toma la precaucion de colocar
la caja A/D lo mas cerca posible del participante, reduciendo la longitud de los cables y,
por ende, la posibilidad de captar ruido. Los cables de los electrodos activos se mantienen
juntos, evitando la dispersion y disminuyendo la interferencia electromagnética.
Asimismo, se mantienen alejados del participante los cables de alimentacion y cualquier
otro cable con sefiales de alto nivel, que pueden inducir ruido en la sefial EEG.

6.3.5. Puesta en marcha

En definitiva, para poner en marcha el equipo ActiveTwo, se deben seguir los siguientes
pasos, basados en la informacion del manual:

1. Conectar los componentes del ActiveTwo: Se debe asegurar que todos los
componentes del sistema estén correctamente conectados. Se sigue el diagrama
de la figura 6.7.
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2. Verificar la correcta aplicacion de electrodos y sensores en el paciente: Antes
de encender el equipo, es fundamental verificar que los electrodos y sensores estén
bien colocados en el participante.

3. Conectar los electrodos y sensores a la caja A/D: Una vez aplicados, los
electrodos y sensores deben enchufarse en sus ubicaciones designadas en la caja
A/D.

4. Verificar el modo de velocidad: Se debe revisar el dial de Modo de Velocidad

en el panel frontal de la caja A/D y asegurarse de que esté configurado segun los

requerimientos del estudio en curso.

Encender la alimentacion.

Verificar que la luz ""CM in Range™ se encienda: La luz "CM in Range™ indica

que los electrodos CMS y DRL estan adecuadamente conectados al sujeto y que

no se detectan condiciones de falla.

Iniciar el software ActiView.

8. Verificar que el equipo esté correctamente conectado: Dentro de ActiView, se
puede verificar nuevamente que el equipo esté conectado siguiendo las pautas de
la configuracién del hardware.

9. Verificar los contactos en CMS y DRL: Se siguen las instrucciones bajo la
seccion de “Electrode Offset” en el software ActiView.

10. Visualizar los datos: Una vez que se hayan verificado las conexiones, los offsets
de los electrodos y los ajustes de la pantalla, se puede hacer clic en el boton "Start"
en ActiView para comenzar a visualizar las sefiales entrantes.

oo

~
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Capitulo 7:  Procesamiento de Sefnales

7.1. Introduccion

El procesamiento de sefiales EEG es una etapa fundamental en este estudio, ya que
permite transformar los datos crudos en informacién util para el analisis posterior. Dado
que las sefiales registradas contienen ruido y componentes irrelevantes, es necesario
aplicar una serie de técnicas para mejorar la calidad y, de esta manera, extraer
caracteristicas relevantes.

A continuacion, se detallan los procedimientos implementados en MATLAB para el
preprocesamiento de las sefiales. Primero, se describe la carga y organizacion de los datos.
Luego, se explica los procesos de submuestreo y segmentacion en intervalos, necesarios
para ajustar los datos a los requerimientos del estudio. Posteriormente, se abordaran las
técnicas de filtrado utilizadas.

Una vez preprocesadas, las sefiales son sometidas a analisis espectral, a partir de esto, se
calcula la relacion sefial a ruido (SNR) de distintas maneras. También se identifica y
cuantifica los arménicos presentes en la sefial, aportando informacién adicional.

7.2. Cargay organizacion de los datos

Como se describié en el inciso 6.2.2, el software de control que gestiona tanto la
estimulacién como la adquisicion, dentro de las tareas correspondientes, se encarga de
crear un archivo con los datos pertinentes al estudio. Dicha informacion se importa a un
archivo TXT, el cual contiene el orden de las frecuencias de estimulacion, el codigo del
paciente, la fecha y horario y el orden de las diferentes marcas.

El archivo de formato BDF correspondiente a cada estudio contiene la sefial EEG cruda
y continua. Ademas, este archivo incluye otros datos de interés, como la frecuencia de
muestreo de la adquisicion, frecuencia de corte de los filtros, ganancia, etc. En la figura
7.1 se muestra el contenido de un archivo BDF.
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Value
0

archivo ‘CAUsers\wvitto\OneDrive\Escritorio\Fac...
bloc ‘Ch\Users\wvitto\OneDrive\Escritorio\Fac...
1Y ChanDim Tx 7 cell
codigo ‘BNOO0218"
- data 137x6 18496 double
1 fid 3
filename ‘data_wvitto_2024-09-18_11-35-59.txt"
[ fs 2048
[ gain 0.0312
1 4
1} 1abels 137x7 cell
linea a2’
2 numChan 137
11 orden [1.2,3,4]
1} prefiltering Tx 7 cell
1 ot Tx 7 cell

Fig. 7.1. Datos de archivo BDF, paciente BN00218.

7.2.1. Planilla de pacientes

Con todos los estudios realizados se registra una tabla con informacion personal de los
pacientes (tabla 7.1). Estos datos resultan de interés para el trabajo, siendo completados
sobre el final de cada estudio.

BN00198 Familiar Deterioro
Cognitivo Leve
BN00199 F 75 6 Familiar Control 30
BNO0226 M 76 12  Demencia Cniermedad de 16
Alzheimer
BN00218 M 60 17 Control Control 30
Sano
BNO0237 M 75 12 Demencia C'ermedad de 21
Alzheimer
BNOO111 M 31 18 Control Control 30
Sano
BNOO112 M 31 18 Control Control 30
Sano
BNOO256 F 76 17  Demencia Cniermedad de 29
Alzheimer
BN00262 F 75 15  Demencia Cmiermedad de 25
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El MMSE (Mini-Mental State Examination) es una prueba estandarizada utilizada para
evaluar el estado mental y la funcion cognitiva de una persona. Esta compuesta por 11
items que abarcan distintos dominios cognitivos, como orientacion, memoria inmediata
(registro), atencién y calculo, memoria, y lenguaje. El puntaje maximo es de 30, y a
medida que la puntuacién es mas baja, indica un menor desempefio cognitivo.
Interpretdndose como un mayor grado de deterioro cognitivo leve, moderado o severo, a
medida que disminuye el puntaje.

7.2.2. Visualizacion preliminar de la sefial
Una vez que se cargaran todos los datos necesarios tanto para procesar como para poder

diferenciar cada una de las sefales, se realiza una primera inspeccion de estas, sobre
diferentes canales (figura 7.2).

65 x10% BN00226 - canal 15 - senal total o8 & 10° BN00199 - canal 22 - sefial total
6.6
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Fig. 7.2. 1zquierda: sefial total paciente BN00226 canal 15. Derecha: sefial total paciente BN00199
canal 22.

Tal como se aclaro6 sobre los incisos 6.3.1 y 6.3.2, se colocaron los 128 electrodos segun
el posicionamiento estandar. Cada uno corresponde a un tag diferente, diferenciados por
las zonas de la cabeza (figura 6.5). Dentro del archivo BDF la columna llamada label
refiere a los diferentes tags de los electrodos correspondiente a cada canal.

Ademas de los electrodos, se cuenta con canales extras. Uno de ellos corresponde a las

marcas recibidas por puerto paralelo, que segun el inciso 6.2.2, definen comienzos y
finales de los diferentes estimulos en el tiempo (figura 7.3).
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Fig. 7.3. Sefial de marcas paciente BN00112 canal 137.

7.3. Preparacion de la sefial

7.3.1. Seleccidén de canales

Cada registro esta formado por la sefial de 128 canales repartidos uniformemente por toda
la cabeza de cada paciente, esta cantidad de canales resulta exagerada considerando que
el 16bulo occipital es la parte del cerebro que se encarga de procesar la informacion visual.
Por esta razén, se realizo una seleccién de los canales a analizar, limitandose a los canales
ubicados sobre la corteza visual.

Para la seleccion de los canales, se disefid una tabla de valoracién (Tabla 7.2), donde se
analiza visual y subjetivamente la calidad de la sefial de cada canal (teniendo en cuenta
ruido y artefactos) y se le da un puntaje del 1 al 10, siendo 1 el peor puntaje, y 10, el
maximo. Desde el canal Al hasta el canal B8 se cubre toda la zona occipital de la cabeza.
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112 256 262

111

BNOO BNOO BNOO BNOO BNOO BNOO BNOO BNOO BNOO
198 218 226 237

199

Al

A2

A3

Ad

AS

A6

AT

A8

A9

Al0
All
Al2
Al3
Al4
Al5
Al6
Al7
Al8
Al9
A20
A21
A22
A23
A24
A25
A26
A27
A28
A29
A30
A3l
A32
Bl

B2

B3

B4

BS

B6

B7

B8

Tabla 7.2. Planilla de valoracion de canales.
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Siguiendo con la eleccion, se priorizan los canales A15, A23 y A28, pues como se observa
en la figura 6.5, estos canales se encuentran sobre la linea media occipital, siendo A23 el
electrodo Oz. Sobre la tabla se observa que, dentro de las celdas con fondo de color,
algunas tienen una tonalidad més oscura, pues corresponden a la eleccion final del canal.

En la siguiente tabla (Tabla 7.3) se observa los canales seleccionados por cada paciente,
estos canales seran los extraidos para su analisis.

AN PACIENTES
SELEC. BN00199 BN00198 BN00218 BN00226 BN00237 BN00111 BN00112 BN00256 BN00262
1 A23  A24  A20 AI5  Al5  AI5  Al5 A5 A0
2 A24 A2 A2l A23  A23  A23  A23 A2  A23
3 A2  A27T A2 A5 A28 A28 A28 A28 A5

Tabla 7.3. Canales seleccionados por paciente.

7.3.2. Submuestreo y Segmentacion

La sefial fue obtenida a la frecuencia de muestreo del equipo, siendo esta de 2048Hz. Es
un valor demasiado elevado para los fines de este trabajo, pues la frecuencia de Nyquist
en este caso seria de 1024Hz.

Por ello, se decide submuestrear la sefial, esto permitira un manejo mas eficiente de las
sefiales reduciendo el costo computacional.

Se aplico un factor de submuestreo de 4, lo que significa que la nueva frecuencia de
muestreo paso a ser de 512 Hz. En consecuencia, la frecuencia de Nyquist quedo6 en
256Hz.

85 «10* BN00226 - canal 15 - seiial total - fm = 2048Hz 85 <104 BN00226 - canal 15 - senal total - fm = 512Hz
i 755 \ i 7.5 \ 1
E 2
| '
g7 v E 7t v ]

651 6.5 1

6 - - - - L 6 L L L L L
0 50 100 150 200 250 300 0 50 100 150 200 250 300
Tiempo (s) Tiempo (s)

Fig. 7.4. Sefal total paciente BN00226 canal 15. Izquierda: frecuencia de muestreo de 2048Hz.
Derecha: frecuencia de muestreo de 512Hz.

Como se explico en el inciso 6.2.2 el estudio presenta varios intervalos de estimulacion.
Cada frecuencia de estimulacion se repite cinco veces, dando un total de 20 intervalos a
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analizar por paciente, teniendo en cuenta los tres canales de adquisicion, son 60 intervalos
para analizar por paciente.

Cada intervalo consiste en una sefial EEG de 10 segundos de duracion, en los cuales el
LED estimula visualmente al paciente, y entre intervalos existe sefial sin estimulacion de
3 segundos de duracién (pausas).

Como el archivo BDF contiene la sefial EEG del paciente durante todo el estudio, es de
vital importancia realizar un trabajo preciso con la informacién de las marcas registradas,
pues seran las encargadas de delimitar cada intervalo.

Como se observa en la figura 7.3, uno de los canales contiene las marcas de todo el
registro de la sefial EEG. Estas se encuentran en funcion del tiempo del estudio, lo cual
permite obtener los diferentes valores en los que luego se recorta la sefial EEG.

En resumen, una vez que para cada paciente se seleccionan los 3 mejores canales, luego
se submuestrea permitiendo asi un manejo de menor cantidad de datos, para finalmente
segmentar todas las sefiales segun tipo de frecuencia y nimero de repeticién. En la figura
7 .5 se observa un ejemplo de esto.

6,175 = 10° BN00198 - canal 24 - 3re repeticion - 15Hz

6.17

6.165

Amplitud (uV)
(%3]

o L o

- U] —

)] 4] (8]

&>

s

o
T

6.14

6.135

6,125 i i i i i
112 114 116 118 120 122 124

Tiempo (s)

Fig. 7.5. Paciente BN00198, canal 24. Repeticién 3 de estimulacion a 15Hz

La sefial de la figura 7.5 representa la sefial EEG obtenida del canal 24 en la tercera
repeticion de estimulaciédn, en este caso a 15Hz, para el paciente BN00198.
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7.4. Filtrado

Se comienza con el filtrado de la sefial una vez obtenidos los tramos a analizar. En una
primera instancia se eliminan las tendencias lineales del conjunto de datos, para luego
aplicar un filtro pasa altos, y, por Gltimo, un filtro pasa bajos.

Las tendencias lineales del EEG representan artefactos no relacionados a la actividad
cerebral real, por ende, resulta util su eliminacion. Estas pueden deberse a cambios en la
impedancia del electrodo, movimientos del paciente, y/o ruido de muy baja frecuencia.
Pero, sobre todo, en este caso, la sefial presenta una componente de continua muy elevada
debido a que el equipo Biosemi se basa en amplificadores delta-sigma con un ancho de
banda que comprende la componente de continua. En la figura 7.6 se observa como
cambia la sefial tras aplicar su eliminacion.

Tras quitar las tendencias lineales, se aplico un filtrado pasa altos sobre la sefial. El filtro
digital consistio en un filtro tipo Butterworth de cuarto orden, con frecuencia de corte a
los 3Hz. En la figura 7.7 se observa su efecto.

A la misma sefial donde se aplica el filtro pasa alto, se aplica el filtro pasa bajos. De la
misma manera que el anterior, se aplica un filtro tipo Butterworth de cuarto orden, pero
con frecuencia de corte en 100Hz. En la figura 7.8 obtenemos la sefial final, con las
tendencias lineales eliminadas, y filtrada en su frecuencia.

4 BN00218 - canal 20 - 2da repeticion - 60Hz detrend
39 10 ; ; ; peti : 800 ‘
3.88 - 1 600
3.86 - 1 400 -
3.84 - I B 200l
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h=}
3 38t | | 1z
s S -200 [
£
Eamt 1 <
-400
3.76 1 B
-600 [
3.74 B
3.72 -800 |
3.7 I I I I I 1000 . . . I |
110 112 114 116 118 120 122 110 12 14 16 118 120 122
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Fig. 7.6. Paciente BN00218 canal 20. Izquierda: sefial original repeticion 2 de estimulacion a 60Hz.
Derecha: tendencias lineales eliminadas.
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Fig. 7.7. Paciente BN00218 canal 20. Izquierda: sefial tras aplicar filtro pasa altos.
Derecha: respuesta en frecuencia del filtro en magnitud y fase.
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Fig. 7.8. Paciente BN00218 canal 20. Izquierda: sefial tras aplicar filtro pasa bajos.
Derecha: respuesta en frecuencia del filtro en magnitud y fase.

7.5. Analisis espectral

Con la sefial ya segmentada y procesada para su analisis, se procede a obtener el espectro
de frecuencia. Para ello, se calcula la transformada de Fourier (FFT), se obtiene su
magnitud normalizada y se extrae solo la mitad positiva del espectro dado que la FFT es

simétrica.

Para célculo de la transformada de Fourier digital, MATLAB utiliza el algoritmo de

Cooley-Tukey, definido como:

Siendo,

e [k:frecuencia. k =0,1,...,N -1
e X, coeficiente de la FFT en la frecuencia k.
e x,:sefial en el dominio del tiempo.
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e N: cantidad de puntos de la sefial.
—j2mkn

e ¢ N~ :coeficientes exponenciales complejos.
En las figuras 7.9 y 7.10 se muestran algunos ejemplos de espectros.

Se destaca la presencia de un pico pronunciado que corresponde con las frecuencias de
estimulacion. Esto confirma que el paciente fue estimulado visualmente y que las
frecuencias de estimulacion fueron precisas en su valor. Ademas, estos picos no solo
aparecen en la frecuencia de estimulacion, sino también en algunos de sus armoénicos, los
cuales estan sefialados en las figuras. Por otro lado, alrededor de los 50 Hz se observa una
amplitud elevada atribuida al ruido de linea.

Para los pacientes de edades mas avanzadas los picos ante estimulaciones de 60Hz se
pierden, y ante estimulaciones de 27Hz en algunos casos (sin diferenciacion en cuanto a
sus condiciones) son poco visibles. A su vez, para todos los pacientes se demuestra una
gran amplitud en los picos de baja frecuencia, lo que coincide con lo especificado en la
seccion 3.6 y en la figura 3.2.

BN00237 - canal 23 - 4ta repeticion - 8Hz - Espectro 0 BN00237 - canal 15 - 4ta repeticion - 15Hz - Espectro
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:
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30
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20 20
10 10
0 0

0 20 40 60 80 100 120 0 20 40 60 80 100 120
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Fig. 7.9. Paciente BN00237. Izquierda: espectro ante estimulacion de 8Hz. Derecha: espectro ante
estimulacién de 15Hz.
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Fig. 7.10. Paciente BN00112. lzquierda: espectro ante estimulacion de 27Hz. Derecha: espectro ante
estimulacion de 60Hz.

7.5.1. Relacion Sefial a Ruido (SNR)

Un parametro utilizado ampliamente en la evaluacion de PEVEE es la relacion sefial a
ruido (del inglés signal-to-noise rate, SNR). Esta consiste en una medida que compara la
potencia de una sefial con la potencia del ruido, lo que permite obtener un valor mas
objetivo para la comparacion entre pacientes (0 entre segmentos).

Se proponen dos maneras de calcular: SNR en funcién del tiempo del segmento y SNR
total.

75.1.1 SNR en funcion del tiempo

Para calcular la SNR, se utilizan ventanas temporales deslizantes sobre la sefial EEG, con
el objetivo de analizar como varia su contenido espectral.

Primero, se extrae un segmento de la sefial EEG y se define un intervalo de andlisis, que
se desplaza en pasos de 1024 muestras (equivalentes a 2 segundos). Dentro de cada una
de estas ventanas de 2 segundos, se genera un vector de tiempo con pasos de 0.1 segundos.
En cada uno de estos puntos, se calcula la transformada rapida de Fourier (FFT) y, a partir
de ella, se estima la SNR, para la cual se establecen dos formas de célculo:

8 x AMPw(h) ,
Y AMPw(h — 4:h + 4) — ¥, AMPw(h) Formula 7.1

SNRvalue(b) =

e AMPw(h): Representa la amplitud de la FFT en la frecuencia de estimulacion.

e Y AMPw(h — 4:h + 4): Sumatoria de las amplitudes en el rango de 9 valores
alrededor de la frecuencia de estimulacion.

e b: corresponde al vector de SNR dependiente del tiempo.
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SNRvalue(b) = 20 1 o AP ) Formula 72
_ . ormula /.
value OB S AMPW(h — 4:h + 4) — 5 AMPw(h)

La resta del denominador elimina la contribucién de la frecuencia de estimulacion. Y en
cuanto al producto por 8 del numerador, ayuda a normalizar la métrica. La formula 7.2
lleva a la escala logaritmica a la formula 7.1.

Una vez obtenido el célculo de la SNR en funcién del tiempo, se procede al grafico de
esta, en la figura 7.11 se ven algunos ejemplos (calculados mediante la primera ecuacion).

En muchos casos el maximo de la sefial (representado por un punto rojo) se encuentra en
la segunda mitad de la sefial. Esto se puede concluir como un aumento de la concentracion
de los pacientes a lo largo del tiempo.
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Fig. 7.11. Paciente BN00199. Izquierda: SNR(t) ante estimulacién de 8Hz. Derecha: SNR(t) ante
estimulacién de 27Hz.

75.1.2 SNR total

La SNR total de cada segmento se basa en el segmento completo, es decir, sin ventana
deslizante. Para el calculo se aplica la férmula 7.1. En este caso, se obtiene un solo valor
de SNR por cada segmento.

7.6. Calculo de armodnicos

Por ultimo, para cada segmento de sefial, se realiza un célculo de sus armonicos en
funcién de la frecuencia de estimulacién aplicada.

Se examinan varios componentes armonicos dentro del espectro de la sefial. Primero, se
determina la amplitud en la frecuencia central que corresponde directamente a la
frecuencia de estimulacion. Luego, se calculan las amplitudes de los maultiplos de esta
frecuencia, conocidos como armdnicos superiores (primer, segundo, tercer arménico,
etc.), asi como la amplitud de un posible subarmoénico, que corresponde a la mitad de la
frecuencia de estimulacion.
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Sobre las figuras 7.9 y 7.10 se ve un claro ejemplo de los armonicos. La idea persiste en
analizar la amplitud de estos puntos en el espectro.

Este proceso permite identificar la presencia y la magnitud de los armdnicos en la sefal
EEG, lo que puede aportar informacion relevante sobre la respuesta neuronal a los
estimulos periddicos.

7.7. Sistematizacidon de datos

Tras el célculo de diferentes caracteristicas de las sefiales se decide analizarlas desde una
perspectiva mas amplia, pues no resulta efectiva la comparacion de estos pardmetros en
forma individual. Siendo asi, se genera una tabla con los datos calculados por segmento
de sefial.

La mayoria de las herramientas de analisis de datos requieren que los datos se encuentren
en un archivo de formato CSV, esto consiste en un archivo de texto que guarda datos en
filas y columnas separadas por comas.

Fue asi como se form6 un gran archivo con los datos de interés calculados mediante
MATLAB. Se tuvieron en cuenta los siguientes datos:

Condicidn: 0 para pacientes sanos; 1 para pacientes con demencia.
Canal: El canal del cual se obtuvieron los datos.

Paciente: Cadigo del paciente.

Repeticion: Repeticién 1, 2, 3,4 05.

Edad.

MMSE: Puntaje de la prueba cognitiva (tabla 7.1).

Sexo: Masculino o femenino.

SNR(t) maxima: Calculado en inciso 7.5.1.1, formula 7.1.
SNR(t) maxima en dB: Calculado en inciso 7.5.1.1, formula 7.2.
Tiempo de SNR(t) méxima: Calculado en inciso 7.5.1.1.

SNR total: Calculado en inciso 7.5.1.2.

Amplitud del espectro en armonicos:

o F8: Subarmoénico (4Hz), armonico central (8Hz), primer armonico
(16Hz), segundo arménico (24Hz), tercer armdnico (32Hz), cuarto
armonico (40Hz) y quinto arménico (48Hz).

o F15: Subarmonico (7.5Hz), armoénico central (15Hz), primer armonico
(30Hz), segundo arménico (45Hz), tercer armonico (60Hz), cuarto
armonico (75Hz) y quinto armonico (90Hz).

o F27: Subarmonico (13.5Hz), armoénico central (27Hz), primer armonico
(54Hz), segundo armoénico (81Hz) y tercer armonico (108Hz).

o F60: Subarmonico (30Hz), armonico central (60Hz) y primer arménico
(120Hz).
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Capitulo 8:  Analisis de Datos

8.1. Introduccidn

El andlisis estadistico de los datos es fundamental por varias razones. En primer lugar,
permite transformar la experiencia en datos estructurados, lo que facilita su comprension
y analisis. Al convertir observaciones en informacion cuantificable, se pueden aplicar
métodos que extraigan significado y conocimiento util.

Ademaés, el andlisis estadistico revela patrones y perspectivas que van mas alla de la
simple observacion, permitiendo identificar tendencias, relaciones y anomalias que de
otro modo pasarian desapercibidas. También ayuda a extraer informacion valiosa de la
variabilidad y aleatoriedad a los datos (Spiegelhalter, 2019).

Otro aspecto clave es su utilidad para realizar predicciones. A través de modelos
estadisticos, es posible anticipar resultados y analizar los factores que influyen en
determinados eventos. Asimismo, permite evaluar la confiabilidad de afirmaciones
basadas en evidencia.

La estadistica es fundamental para la ciencia de datos y la investigacion. Su uso facilita
la toma de decisiones y la optimizacién de procesos. Por ende, comprender los datos y
sus limitaciones es esencial para evitar errores y tomar conclusiones bien fundamentadas,
reconociendo posibles sesgos o deficiencias en la informacion.

Mediante el andlisis estadistico de los datos obtenidos de las sefiales procesadas (Capitulo
7), se busca identificar patrones que ayuden a diferenciar entre pacientes sanos y aquellos
con demencia. Dado el bajo costo de los estudios EEG con potenciales evocados visuales,
esto representaria un gran avance en el diagnéstico de estas enfermedades.

En el presente capitulo se analizara el conjunto de datos mediante algoritmos y modelos
de machine learning, correspondientes a aprendizaje no supervisado (clustering y
reduccion de dimensionalidad) y aprendizaje supervisado (métodos de clasificacion
como, por ejemplo, arboles de decision, redes neuronales, etc.).
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8.2. Orange Software

Orange es una herramienta de codigo abierto utilizada para analisis de datos, mineria de
datos y machine learning, caracterizada por ser intuitiva y accesible. Permite desarrollar
andlisis estadisticos, exploracion de datos y modelos de aprendizaje mediante una interfaz
gréfica basada en componentes modulares.

Es ampliamente utilizada en investigacion cientifica para analisis de datos experimentales
en biologia, psicologia, medicina y otras areas. Para este trabajo Orange es una gran
opcion, pues soporta multiples formatos de datos (incluido CSV), permite manejar
grandes conjuntos de datos, y ofrece herramientas para limpieza y transformacién de
datos (normalizacion, imputacion de valores faltantes y reduccion de dimensiones).

8.3. Preparacion de los Datos en Orange

Sobre el inciso 7.7 se aclaran las variables exportadas desde MATLAB. Estas mismas,
formando un archivo CSV, son importadas a Orange. La tabla de datos estd compuesta
por 135 filas (15 filas por paciente) y 46 columnas dando un total de 6210 datos.

Cada caracteristica o feature debe ser categorizada como:

Categorica.
Numeérica.
Texto.
Fecha.
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Info

135 instances

46 features (no missing values)
Data has no target variakle.

0 meta attributes

Columns (Double click to adit)

Mame

2 cond_rel
3 canal

4 paciente
5 rep

6 edad

7 MMSE

8 SEXND

9 F8max
10 F15max
1 F27max
12 Fe0max
13 F8max_dB
12 F15max_dB

13 F27max_dB

Type

categorical
B text

B text
categorical
categorical
categorical
categorical
m numeric
m numeric
m nuMmeric
m nuMmeric
m numeric
m numeric

m numeric

Role Yalues

1

feature

meta

meta

meta

feature

feature

f=ature F M

]

f=ature

feature

feature

feature

f=ature

f=ature

feature

Fig. 8.2. Archivo importado a Orange.

En la figura 8.2 se observa la categorizacion de cada caracteristica (las faltantes
corresponden a los demas datos importados de MATLAB, también numéricas). Ademas,
se debe tener en cuenta el rol de cada caracteristica (figura 8.3), donde se elige cual sera
el objetivo o target, los datos propiamente dichos (feature), y lo correspondiente a

informacién adicional (meta).
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Fig. 8.3. Archivo importado a Orange.

8.4. Analisis Exploratorio y Visualizacion de los Datos

Una vez que el dataset se encuentra preparado, se comienza con la visualizacion y analisis
de este. Para esto, Orange dispone de diversas herramientas, a continuacion, se muestran
algunas.

8.4.1. Diagrama de Dispersion

Un scatter plot o grafico de dispersion es utilizado para visualizar la relacion entre dos
conjuntos de datos emparejados. Cada punto en el grafico corresponde a un registro.

Aprovechando una gran ventaja que ofrece Orange, se pueden visualizar las graficas mas
informativas, entendiéndose como informativas a las graficas cuya combinacion de
atributos (variables) mejor separe las clases (en este caso la condicion).
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Fig. 8.4. Scatter plot. 0 (azul): pacientes sanos; 1 (rojo): pacientes patolégicos. ARRIBA: Graficas
con buena separacion entre clases. Izquierda: comparacion entre el armonico central durante
estimulacion a 15 Hz (eje Y) y 8 Hz (eje X). Derecha: comparacion entre el subarmonico durante
estimulacion a 15 Hz (eje Y) y el armdnico central durante estimulacion a 8 Hz (eje X).

ABAJO: Graficas con mala separacion entre clases. Izquierda: comparacién entre el primer
armonico durante estimulacién a 27 Hz (eje Y) y SNR(t) maxima durante estimulacion a 60 Hz (eje
X). Derecha: comparacion entre tiempo del SNR(t) méxima en dB durante estimulacion a 60Hz (eje

Y) y el cuarto arménico durante estimulacion a 15 Hz (eje X).

Las dos iméagenes superiores de la figura 8.4 muestran diagramas en los que se observa
una marcada separacion entre las clases 0 (registros de pacientes sanos) y 1 (registros de
pacientes con patologias). Las variables que contribuyeron en mayor medida a esta
separacion son aquellas asociadas a los arménicos centrales, primeros armonicos y
valores méximos durante las estimulaciones a 8, 15y 27 Hz.

Por el contrario, las dos imagenes inferiores son casos de diagramas cuya relacion de
variables no lograron una buena separacion visual entre las clases.

8.4.2. Violin Plot

Un grafico de violin es una version mejorada del boxplot. Ademas de mostrar los valores
minimos, maximos, la mediana y los cuartiles (como hace un boxplot), también
representa la distribucién de los datos mediante una estimacién de densidad de
probabilidad.

Esta densidad se grafica a lo largo del eje Y y se refleja hacia ambos lados, generando
una forma simétrica que se parece a un violin (de ahi su nombre).
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La gran ventaja del grafico de violin es que permite visualizar detalles de la distribucion
que un boxplot no muestra, como si los datos estan mas concentrados en ciertos valores,
si hay varias agrupaciones (modos), o si la distribucion es asimétrica (Bruce et al., 2020).

80

F8_Carm
=

condicion condicion

tpoMaxDB_60
F27tot

condicion condicion

Fig. 8.5. Violin plot. 0 (azul): pacientes sanos; 1 (rojo): pacientes patologicos. ARRIBA: variables que
presentan alta discriminacion entre grupos. lzquierda: SNR(t) méxima durante estimulacion a 15 Hz.
Derecha: armonico central durante estimulacion a 8 Hz.

ABAJO: variables que presentan baja discriminacion entre grupos. lzquierda: tiempo de la SNR(t)
maxima en dB durante estimulacion a 60Hz. Derecha: SNR total durante estimulacién a 27Hz.

Las imagenes superiores de la figura 8.5 corresponden a gréficas de tipo violin de
variables con una densidad de probabilidad notablemente diferente entre clases. Para las
imagenes inferiores es lo opuesto. Esto no solo se observa en la forma que toman las
distribuciones en los distintos casos, sino también observando la mediana y cuartiles de
cada uno.

8.4.3. Resultados

Los analisis realizados mediante scatter plot y violin plot permitieron explorar de manera
complementaria las relaciones entre variables y la distribucién de los datos en funcion de
las clases (sanos vs. patoldgicos).
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En el caso del scatter plot, se logré identificar combinaciones de variables cuyos patrones
de dispersion mostraron una clara separacion entre ambas clases, destacandose aquellas
relacionadas con los armonicos centrales, los primeros armonicos y los maximos durante
las estimulaciones a 8, 15 y 27 Hz. Sin embargo, algunas combinaciones de variables no
mostraron una separacion clara, lo que indica que ciertos atributos no aportan
significativamente a la discriminacion entre clases en un espacio bidimensional.

Por otro lado, el grafico de violin proporciond una perspectiva de la distribucion de los
datos, permitiendo identificar diferencias en la densidad de probabilidad entre clases. Esta
técnica permitié no solo observar la posicion de los cuartiles y la mediana, sino también
detectar agrupaciones o asimetrias en la distribucion, revelando patrones que el scatter
plot no muestra. En particular, se evidenciaron variables con distribuciones notablemente
diferenciadas entre clases en las iméagenes superiores de la figura 8.5, mientras que otras
presentaron distribuciones mas homogeneas, sin diferencias claras entre grupos.

En conjunto, ambas técnicas aportaron informacion complementaria. Esto resulta
fundamental para comprender tanto la dispersién como la densidad de los datos.

8.5. Distancias

Cuando se habla de distancia, se refiere a una medida de cercania entre dos objetos. En el
contexto estadistico, la utilidad de las medidas de distancia radica en la capacidad para
cuantificar similitud entre los objetos.

Existen varios tipos de distancias, a cada una de ellas corresponde una forma de célculo
diferente. Para el presente analisis se calculan distancias euclideas normalizadas.

La distancia euclidea estandar calcula la distancia geométrica en linea recta entre dos
puntos en un espacio multidimensional. Mientras que la distancia euclidea normalizada
es una variante que se utiliza para resolver el problema de que variables con escalas de
medicion comparativamente grandes dominen en la medida de distancia. Esto se logra
estandarizando o normalizando los datos antes de calcular la distancia euclidea. La
normalizacion implica restar la media de cada variable y dividirla por su desviacion
estandar.

La Figura 8.6 muestra un fragmento de la matriz de distancias calculada a partir del
conjunto de datos. Esta matriz es de tamafio 135x135, pues contiene la distancia entre
cada uno de los 135 registros con respecto a los demas.
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1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

3051 4,068 4533 4,817 2670 4344 5103 5076 5240 4356 4196 4408 5314 5827 3881 4499 4625 4583 5706
3,951 3086 4817 4771 4063 3020 5521 6825 4923 4334 4301 5155 5329 5617 3,846 4491 4956 4855 5828
4068 3,986 3566 3,675 4,130 3671 3105 5216 4574 4300 3904 4603 4961 5267 4062 4617 5279 5666 6,150
4583 4817 3,566 4657 5048 4536 5124 4879 5068 4255 4981 5402 5116 5710 4680 5309 5379 6216 6532
4817 4771 3675 4,657 4612 3797 3586 5271 2010 4233 4428 4150 4272 4538 4400 5497 5478 6285 6817
2670 4063 4130 5048 4612 4496 4935 5705 4688 4171 3785 4677 5170 5653 4167 4,192 5008 4964 5849
4344 3020 3671 4536 3797 4496 4272 SATT 4040 3423 3483 3055 4274 4524 4421 5492 5403 5927 6273
5193 5521 3105 5124 3586 4,935 4272 4647 4507 4607 4372 4386 4856 5128 5111 6036 6500 6838 7461
5076 6,825 5216 4879 5271 5705 5477 4647 5364 4571 5910 5989 5916 6620 6054 6706 6854 7,759 7,654
10 5240 4923 4574 5068 3010 4688 4049 4507 5364 4487 3935 4707 4642 4667 4930 5649 5330 6193 7,020
11 4356 4334 4300 4255 4233 4171 3423 4607 4571 4487 4013 4222 3204 4021 4344 5201 5158 5968 6208
12 4,196 4391 30904 4931 4428 3785 3483 4372 5910 3935 4013 3153 4042 4026 4835 5240 5784 6264 6867
13 4408 5155 4,603 5402 4,150 4677 3955 4386 5080 4707 4222 3153 3356 3335 4959 6307 6219 6912 7,547
14 5314 5320 4961 5116 4272 5170 4274 4856 50916 4642 3204 4042 3356 2621 4720 6037 5626 6773 6838
15 5827 5617 5267 5710 45338 5653 4524 5128 6620 4667 4021 4026 3335 2621 5665 6754 6540 TAGT 7,668
16 3.881 3846 4,062 4630 4400 4167 4421 5111 6054 4930 4344 4885 4959 4729 5665 3277 3436 4188 5000
17 4499 4401 4617 5309 5497 4192 5492 6036 6706 5649 5201 5240 6307 6037 6754 23277 3799 3601 4728
18 4,625 4056 5279 5379 5478 5008 5403 6500 6854 5330 5158 5784 6219 5626 6540 3436 3,799 3021 3620
19 4583 4855 5666 6216 6285 40964 50927 6838 7759 6193 5968 6264 6912 6773 7467 4138 3691 3021 3,860
20 5706 5828 6150 6532 6817 5840 6273 7461 7,654 7030 6208 6867 7547 6838 7668 5000 4728 3620 3,860

Fig. 8.6. Matriz de distancias euclideas normalizadas. Imagen parcial: 20 registros de 135.

W = & b e W P e

El fin de este célculo es su uso en temas posteriores, pues este tipo de representacion es
fundamental para diversas técnicas de analisis que requieren como entrada una matriz de
distancias. Entre las técnicas que utilizan esta informacion, descriptas més adelante en
este capitulo, se encuentran:

t-SNE (t-distributed Stochastic Neighbor Embedding)
MDS (Multidimensional Scaling)

K-means

Clustering jerarquico

k-Nearest Neighbors (KNN)

8.6. Reduccion de dimensionalidad

La reduccion de la dimensionalidad es el proceso de tomar un conjunto grande de datos
y reemplazarlo con un conjunto mas pequefio que contiene mucha de la informacién
importante del conjunto original. Este conjunto de datos méas pequefio puede ser mas facil
de manejar o procesar, y puede revelar mejor la informacion contenida (Foster y Tom,
2013).

Su utilidad radica en:

o Simplificacion y eficiencia: Al reducir las dimensiones del conjunto de datos es
computacionalmente mas eficiente para analizar y modelar.

e Mejorar el rendimiento del modelo: Se evita el sobreajuste (overfitting)
seleccionando atributos informativos.

e Visualizacion.

e Eliminacién de ruido y redundancia: Puede ayudar a eliminar dimensiones que
presentan ruido o que estan altamente correlacionadas.
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Existen diferentes técnicas para llevar a cabo la reduccion de la dimensionalidad.
8.6.1. Analisis de Componentes Principales (PCA)

La técnica de andlisis de componentes principales se utiliza para descubrir la manera en
que las variables numéricas covarian. El PCA se emplea para extraer una 0 mas
dimensiones que capturen la mayor cantidad posible de la variacion en los datos.

Combina multiples variables predictoras numéricas en un conjunto mas pequefio de
variables nuevas, llamadas componentes principales. Estos componentes principales son
combinaciones lineales ponderadas del conjunto original de variables. El objetivo
principal es que este nuevo conjunto reducido de variables explique la mayor parte de la
variabilidad del conjunto original, reduciendo asi la dimension de los datos (Bruce et al.,
2020).

Como el conjunto de datos formado contiene 38 variables, se habla de 38 dimensiones.
PCA puede reducir el conjunto de datos a tantas dimensiones (componentes principales)
como variables originales se tenga (es decir, se pueden calcular hasta 38 componentes
principales). Sin embargo, la idea no es usar los 38, sino elegir los primeros componentes
que expliguen la mayor parte de la variabilidad de los datos.

Para decidir cuantos componentes principales conviene utilizar, se deben considerar:

e Explicacion de la varianza: Seleccionar suficientes componentes para explicar la
mayor parte de la varianza, estableciendo un umbral.

e Interpretacion visual: Un scree plot es una gréafica que muestra la varianza
explicada por cada componente principal. Generalmente se busca el “codo” de la
gréfica, donde la disminucién de la varianza explicada se vuelve mas lenta.
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Fig. 8.7. Scree plot.

Para el caso de la figura 8.7 se toman 9 componentes principales, explicando asi el 81.9%
de la varianza de los datos. EI primer componente es la combinacion lineal que mejor
explica la variacion total, los componentes siguientes explican la mayor cantidad posible
de la variacion restante. Al retener solo los componentes con las mayores varianzas, se
logra una reduccion de dimension mientras se conserva la mayor parte de la informacion
general (Bruce et al., 2020).

Esto dicho se observa con mas precision en la figura 8.8, donde se calcula el peso de cada
componente principal, asi conociendo la varianza que explica para diferentes
caracteristicas.

El peso de cada componente principal refiere a cuanto influye cada variable original en
la formacion de ese componente. Si dos variables tienen un peso similar en un mismo
componente, significa que esas variables estan relacionadas entre si (Bruce et al., 2020).
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Feature name weigl\{t PC1 Feature name weig i\;t PC2
variance variance
38 F60 1arm 0.259561 10 F15max dB 0.315024
22 F8 4arm 0.257204 3 F27max 0.281599
36 F60_SUBarm 0.256568 32 F27 Carm 0.276393
35 F27 3arm 0.255719 25 F15_Carm 0.266458
23 F8_5arm 0.255542 6 F15tot 0.260659
30 F15 5arm 0.254463 7 F27tot 0.258441
21 F8 3arm 0.250588 18 F8 Carm 0.255729
29 F15_4arm 0.244836 11 F27max_dB 0.24373
20 F8_2arm 0.244207 9 F8max dB 0.239283
34 F27_2arm 0.242254 19 F8 1arm 0.233208
Feature name weig I\;t PC3 _ Feature name weigl\;t PC4
variance variance
24 F15_SUBarm 0.372988 12 F60max_dB 0.423278
4 F60max 0.331197 2 F15max 0.343417
26 F15 1arm 0.330957 8 Fe0tot 0.336031
5 F8tot 0.299613 37 F60_Carm 0.312918
9 F8max_dB 0.266798 9 F8max dB 0.244985
25 F15_Carm 0.265121 18 F8 Carm 0.24267
1 F8max 0.261494 19 F8_1arm 0.209796
31 F27_SUBarm 0.242616 5 F8tot 0.201013
12 F60max_dB 0.224109 14 tpoMaxDB 15 0.194349
32 F27_Carm 0.221368 16 tpoMaxDB 60 0.172761

Fig. 8.8. Distribucidn de las 10 caracteristicas con mayor peso en los primeros cuatro componentes
principales (PC1 a PC4). Cada tabla muestra los pesos asociados a las variables y el porcentaje de
varianza explicada por componente. Las tablas estan organizadas en una cuadricula: arriba a la
izquierda PC1, arriba a la derecha PC2, abajo a la izquierda PC3, y abajo a la derecha PC4.

8.6.2. t-SNE (t-distributed Stochastic Neighbor Embedding)

t-SNE es una técnica de reduccion de dimensionalidad no lineal, a diferencia de PCA,
que es lineal. Su objetivo principal es preservar la estructura local de los datos, es decir,
mantener la vecindad entre puntos cercanos en el espacio original de alta dimension.

El algoritmo funciona modelando las similitudes entre puntos en ambos espacios (el
original y el reducido). En el espacio de alta dimension, calcula una probabilidad
condicional que mide qué tan probable es que un punto elija a otro como su vecino,
utilizando una distribucion gaussiana centrada. En el espacio de baja dimension se hace
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lo mismo, pero utilizando una distribucion t-Student, que ayuda a separar mejor los
grupos (van der Maaten & Hinton, 2008).

2
Ml
e Zoiz
p}|1. = - ”xi_xk”z) Formula 8.1
2
Yk=i€ 20i
_PiitPuj ,
ji m Foérmula 8.2

Para el espacio de alta dimension, la probabilidad condicional pji que representa la
probabilidad de que el punto x; elija axj; como vecino se calcula mediante la formula 8.1,
la cual se obtiene a partir de los dos puntos y o (desviacion estandar de la distribucion
gaussiana centrada en xi). Luego todas las probabilidades se simetrizan mediante la
formula 8.2, siendo N el nimero total de puntos en el conjunto de datos (van der Maaten,
2014).
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En el espacio de baja dimension los puntos yi y yj se comparan mediante la distribucion
t-Student con un grado de libertad, y se define la similitud segun la férmula 8.3.

El objetivo del algoritmo es minimizar la divergencia de Kullback-Leibler entre ambas
distribuciones P y Q (alta y baja dimension), como se observa en la férmula 8.4 (van der
Maaten, 2014).

El proceso es iterativo, ajustando progresivamente la posicion de los puntos en el espacio
reducido para que las distribuciones de similitud entre puntos se parezcan lo mas posible
a las del espacio original. De esta forma, t-SNE busca representar de manera efectiva la
estructura local de los datos de alta dimension en un espacio de 2 o 3 dimensiones,
facilitando la visualizacion.

La figura 8.9 muestra la proyecciéon bidimensional de los datos obtenida mediante la
técnica t-SNE. En esta visualizacion, cada punto representa una instancia del conjunto, y
su ubicacién en el espacio proyectado refleja la similitud local en el espacio de alta
dimensidn: instancias proximas en la grafica comparten caracteristicas similares segun la
métrica de distancia empleada (euclidea en este caso).

Es importante aclarar que esta proyeccion es no lineal, por lo que los ejes no tienen un
significado directo ni representan variables especificas. Del mismo modo, la escala no es
interpretable como en un grafico cartesiano tradicional, ya que el objetivo de t-SNE es
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preservar relaciones de vecindad mas que distancias absolutas o direcciones asociadas a
variables concretas.

En particular, sobre la figura se observa cierta agrupacion de clases.

Fig. 8.9. t-SNE. 0 (azul): pacientes sanos; 1 (rojo): pacientes patolégicos.

8.6.3. Escalamiento Multidimensional (MDS)

El escalamiento multidimensional (o multidimensional scaling) es un método utilizado
para representar graficamente en baja dimension la estructura de similitud entre un
conjunto de objetos.

El utilizado en este trabajo corresponde a un MDS métrico, donde se busca que las
distancias entre los puntos representen lo mas fielmente posible las similitudes originales.
La técnica parte de una matriz de distancias euclideas y optimiza iterativamente la
posicion de los puntos, simulando un modelo fisico en el que pares de puntos se atraen o
repelen en funcion de la diferencia entre su distancia actual y la esperada (Borg &
Groenen, 2005).

MDS trata de minimizar la distorsion entre las distancias originales y las distancias
representadas graficamente. A diferencia de t-SNE que preserva relaciones locales, MDS
intenta preservar las relaciones globales de proximidad.

Se parte de la matriz de distancias calculada en el inciso 8.5, llamada matriz D. Luego se
calcula la matriz de similitud interna B (férmula 8.5), aplicando centrado doble, siendo H
la matriz de centrado (formula 8.6) e I la de identidad (Borg & Groenen, 2005).
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1
_ 2
B = _EHD H Formula 8.5

1 7
H=1 _511 Férmula 8.6

Por ultimo, se obtiene la proyeccion bidimensional usando los 2 autovalores mas grandes
(positivos) con sus correspondientes autovectores.

Fig. 8.10. MDS. 0 (azul): pacientes sanos; 1 (rojo): pacientes patolégicos.

La figura 8.10 muestra la proyeccién bidimensional de los datos obtenida mediante la
técnica de MDS. En esta representacion, cada punto corresponde a una instancia del
conjunto de datos, y su ubicacion relativa busca preservar las distancias originales entre
los registros del espacio de alta dimensidn, en la medida de lo posible.

Al igual que con t-SNE, los ejes de la representacion no son interpretables directamente,
ya que no corresponden a variables originales. La escala refleja relaciones relativas, no
magnitudes absolutas, y no permite inferir qué variable influye en qué direccion del plano
proyectado.

8.6.4. Resultados

El uso de técnicas de reduccion de dimensionalidad en este trabajo permitié abordar el
conjunto de datos de manera integral, simplificando su estructura sin perder informacion
relevante y facilitando la interpretacion y visualizacion.
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En primer lugar, PCA fue empleado para identificar combinaciones lineales de variables
que maximicen la varianza del conjunto de datos. Esta técnica permitié condensar la
informacidn de las 38 variables originales en 9 componentes principales, capturando el
81.9% de la varianza total. Los componentes seleccionados reflejan principalmente la
influencia de armdnicos centrales, primeros armonicos y valores maximos en las
frecuencias de 8, 15y 27 Hz, lo que demuestra la relevancia de estas caracteristicas en la
estructura de los datos. Sin embargo, con el uso de PCA no se encontraron buenos
resultados, méas que explicar varianzas de ciertos atributos no se logr6 observar cierta
diferenciacion entre clases con su uso.

En contraste, t-SNE se centrd en preservar la estructura local de los datos mediante la
comparacion probabilistica de puntos vecinos. El resultado fue una representacion
bidimensional donde se evidenciaron ciertas agrupaciones, reflejando relaciones locales
entre instancias. Por otro lado, MDS proporcioné una representacion grafica basada en
las distancias euclideas calculadas previamente. A diferencia de t-SNE, MDS se centrd
en preservar las relaciones globales de proximidad entre puntos, asignando posiciones
que minimizan la distorsion entre las distancias originales y las proyectadas.

Tanto para t-SNE, como para MDS, se demostr6 en las figuras 8.9 y 8.10 cierta
sectorizacién de los registros de clase 0.

Lo mas interesante en estos casos no fue la diferenciacion entre clases en si, sino que los
registros del paciente BNO0199 se encuentra mezclado con los registros de los pacientes
con demencia. Es importante aclarar que el paciente BN00199 tiene predisposicién
genética a padecer de la enfermedad de Alzheimer, pero por el momento no presenta
sintomas y fue marcado como clase 0 (sano) en la tabla 7.1.

En conjunto, estas técnicas proporcionaron diferentes perspectivas del conjunto de datos.
PCA captur6 relaciones lineales globales, t-SNE revel6 patrones locales no lineales y
MDS destac6 similitudes globales mediante distancias euclideas.

8.7. Agrupamiento de Datos (clustering)

El agrupamiento de datos o clustering es una técnica que busca agrupar elementos de una
poblacién segun su similitud, sin que exista una variable objetivo predefinida. Por esta
razén se considera una forma de aprendizaje no supervisado, pues el objetivo es descubrir
la estructura inherente en los datos sin tener conocimiento previo de las categorias o
grupos existentes (Foster y Tom, 2013).

8.7.1. K-means

K-means consiste en un algoritmo de clustering cuyo objetivo principal es dividir un
conjunto de datos en N grupos (clusters) distintos, donde el valor de N es especificado
por el usuario.

Este algoritmo funciona mediante un proceso iterativo que generalmente sigue los
siguientes pasos:

e Inicializacién: Se comienzan N centros de cluster iniciales. Estos centros son
elegidos aleatoriamente.
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e Asignacion: Cada punto de datos se asigna al cluster cuyo centroide (media) esté
mas cercano, utilizando distancia euclidiana como medida de cercania en presente
caso.

e Actualizacion: Después de asignar todos los puntos a los clusters, se recalcula la
posicién de cada centroide, tomando la media de todos los puntos asignados a ese
cluster.

e Convergencia: Los pasos de asignacion y actualizacion se repiten hasta que no
haya cambios significativos en la asignacion de los puntos a los clusters (o hasta
que se alcance un nimero maximo de iteraciones).

El objetivo de K-means es minimizar la suma de las distancias cuadradas entre cada punto
y el centroide de su cluster. Esta métrica se conoce como "suma de cuadrados dentro del
cluster” (within-cluster sum of squares 0 WCSS). Cuanto menor sea este valor, mas
compactos y definidos estaran los clusters (Grus, 2019).

Para este trabajo, se define un nimero de dos clusters y 300 iteraciones. En la tabla 8.1
se observan los resultados.

.., Cluster
Condicién Total
C1 C2
0 11 49 60
1 21 54 75
Total 32 103 135

Tabla 8.1. Matriz de confusion - clustering por k-means. O: pacientes sanos; 1: pacientes patologicos. C1
y C2: clusters.

En un caso ideal, C1 comprenderia a todos los pacientes de clase 0 y C2 a todos los de
clase 1 (o al reves). Sin embargo, tal como se observa en la tabla 8.1, los clusters
encontrados mediante K-means no logran discriminar entre clases, tendiendo a agrupar
los casos como C2.

8.7.2. Agrupamiento jerarquico (Hierarchical Clustering)

El clustering jerarquico es una técnica de agrupamiento cuyo objetivo es construir una
estructura en forma de jerarquia (o un arbol de agrupaciones). Una de sus ventajas es que
no requiere definir de antemano cuantos grupos (clusters) se desean obtener, a diferencia
de métodos como K-means.

Este método se implementa normalmente con un algoritmo aglomerativo (bottom-up). El
proceso comienza considerando cada punto de datos como un cluster independiente.
Luego, de manera iterativa, se van fusionando los dos clusters mas similares en cada paso.
Esta secuencia de fusiones se guarda en una estructura jerarquica, permitiendo luego
explorar distintos niveles de agrupamiento, dependiendo del nivel de detalle que se quiera
analizar (Bruce et al., 2020).

Para decidir qué clusters deben fusionarse en cada paso, se utiliza una métrica de

disimilitud, también conocida como criterio de enlace (linkage). Existen diferentes
opciones para definir esta “distancia entre clusters”. En este caso, se utilizo el enlace
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completo (complete linkage), que define la distancia entre dos clusters como la mayor
distancia entre cualquier par de puntos, uno de cada cluster.

Esto significa que dos clusters se fusionan sélo si todos sus elementos estan relativamente
cerca, lo que tiende a generar grupos mas compactos y bien separados.

Como datos de entrada, este método requiere distancias entre puntos. Para el caso
presente, se utilizaron las distancias euclideas calculadas en el inciso 8.4.3. Los resultados
se observan en la tabla 8.2,

Cluster

Condicion Total
C1 C2
0 15 45 60
1 20 55 75
Total 35 100 135

Tabla 8.2. Matriz de confusion — agrupamiento jerarquico. 0: pacientes sanos; 1: pacientes patoldgicos.
Cly C2: clusters.

De la misma manera que con K-means, utilizando Hierarchical Clustering tampoco se
logra una discriminacion entre clases, pues ambos clusters contienen pacientes de ambas
clases, nuevamente tendiendo a agrupar los casos en C2.

8.7.3. Resultados

Se implementaron dos técnicas de agrupamiento con el objetivo de segmentar la
estructura interna del conjunto de datos sin utilizar etiquetas o clases predefinidas: K-
means y Agrupamiento Jerarquico (Hierarchical Clustering).

El algoritmo K-means se aplicé inicialmente con la finalidad de dividir los datos en dos
clusters, tratando de identificar posibles patrones inherentes a los registros de pacientes
sanos (clase 0) y patoldgicos (clase 1). A través de un proceso iterativo, se asignaron los
datos a los clusters minimizando la suma de distancias cuadradas entre cada punto y el
centroide del cluster correspondiente. Sin embargo, como se muestra en la tabla 8.1, los
resultados evidenciaron una marcada superposicion entre las clases, lo que indica que los
centroides no logran capturar diferencias estructurales significativas entre ambos grupos.
Esto puede atribuirse a la forma en que K-means organiza los datos basandose Unicamente
en distancias euclideas, sin considerar relaciones no lineales o jerarquicas presentes en el
conjunto de datos.

Por otro lado, el Agrupamiento Jerarquico se implementé utilizando el método de enlace
completo, que fusiona clusters en funcién de la mayor distancia entre puntos. Esta técnica
genero una estructura jerarquica permitiendo evaluar distintos niveles de agrupamiento,
(desde clusters mas pequefios y compactos hasta agrupaciones mas amplias). En este caso,
los resultados presentados en la tabla 8.2 mostraron nuevamente una mezcla de ambas
clases en los clusters formados, sugiriendo que los criterios de similitud basados
exclusivamente en distancias euclideas no logran separar de manera consistente los
registros de pacientes sanos y patologicos.
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En fin, ambas técnicas presentaron limitaciones para discriminar entre las dos clases
presentes en el conjunto de datos. Esto resalta la necesidad de explorar otros métodos
adicionales, como enfoques supervisados.

8.8. Aprendizaje supervisado

Los modelos de clasificacion en machine learning pertenecen al aprendizaje supervisado
y tienen como objetivo predecir la categoria o clase a la que pertenece una nueva instancia
de datos, basandose en un conjunto previo de ejemplos etiquetados. En otras palabras,
buscan automatizar la toma de decisiones asignando una etiqueta de clase a nuevas
observaciones (Bruce et al., 2020).

Durante el entrenamiento, estos modelos aprenden a partir de un conjunto de datos donde
se conoce la clase correcta de cada instancia. Por eso se habla de aprendizaje supervisado,
ya que el modelo es “guiado” por las etiquetas conocidas durante este proceso.

Cada instancia esta representada por un conjunto de caracteristicas o atributos, que son
las variables de entrada que el modelo analiza para realizar predicciones. A través del
entrenamiento, el algoritmo identifica patrones o relaciones entre estas caracteristicas y
las etiquetas de clase, construyendo una funcién que permite asignar nuevas instancias a
su categoria correspondiente (Foster y Tom, 2013).

El resultado de este proceso es un modelo entrenado que encapsula el conocimiento
extraido de los datos. Una vez entrenado, puede aplicarse a nuevos casos para los que no
se conoce la clase, utilizando sus caracteristicas como entrada y devolviendo una
prediccion.

Ademas de la clase predicha, muchos modelos también ofrecen una estimacion de la
probabilidad de que una instancia pertenezca a cada una de las clases posibles, lo que se
conoce como probabilidad de clase. Esto permite decisiones méas informadas en contextos
donde la incertidumbre es relevante.

8.8.1. Modelos basados en Arboles

Los modelos de clasificacion basados en arboles son un tipo de modelo de aprendizaje
automatico supervisado utilizado para predecir una variable objetivo categorica. Estos
modelos funcionan mediante la creacion de una estructura en forma de arbol donde cada
nodo interno representa una prueba sobre un atributo, cada rama representa el resultado
de esa prueba, y cada nodo hoja (terminal) representa una prediccion de clase (Grus,
2019).

El proceso de construccion de un arbol de clasificacion comienza con todos los datos
agrupados en la raiz del &rbol. A partir de ahi, se aplica un método llamado “divide y
venceras”, dividiendo recursivamente el conjunto de datos en subconjuntos mas
pequefios. En cada divisidn se busca formar grupos lo mas homogéneos posible en cuanto
a la clase objetivo. Para decidir como dividir los datos, el algoritmo selecciona el atributo
gue mayor reduccién de impureza produce, utilizando medidas como la ganancia de
informacién o el indice de Gini. Esta seleccion permite elegir el atributo mas relevante en
cada paso (Foster y Tom, 2013).
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Una vez elegido el atributo y el punto de corte, los datos se separan y el proceso se repite
para cada nuevo subconjunto. Esta particion recursiva continta hasta que se cumple una
condicion de parada, como alcanzar una profundidad méxima del arbol, una cantidad
minima de datos en los nodos o una pureza suficiente en los grupos. Para clasificar una
nueva instancia, se la hace recorrer el arbol desde la raiz, pasando por los nodos segun
los valores de sus atributos, hasta llegar a una hoja que indica la clase predicha (Bruce et
al., 2020).

La principal ventaja de los arboles de clasificacion es su interpretabilidad. Su estructura
consiste en reglas del tipo “si... entonces...”, lo que los hace sumamente comprensibles.
A diferencia de los modelos lineales, los arboles pueden capturar relaciones no lineales
entre las variables de entrada y la clase objetivo.

Sin embargo, los &rboles de decision tienen el riesgo de sobreajustarse (Overfitting) a los
datos de entrenamiento, especialmente si se los deja crecer sin restricciones. Para evitar
esto, se aplican técnicas como la poda (pruning), que elimina ramas poco significativas,
0 se establecen limites como la profundidad méaxima del arbol o el nimero minimo de
ejemplos por nodo.

8.8.1.1  Arbol de Clasificacion Simple

Este es el caso mas simple del modelo, consiste tnico arbol de decision para clasificar las
instancias.

Para este trabajo se configura un arbol con las siguientes caracteristicas:

e Numero minimo de instancias en las hojas: 2.
¢ No dividir subsets menores de 4.
e Limite maximo de profundidad del arbol: 5.

Dando como resultado el siguiente arbol de decisiones de 13 nodos y 7 hojas, en la figura
8.11.

F8 Carm Q
< 41.1979 > 41,1979
F15_Carm G
< 14,2305 > 14.2305
Fi15_1arm O F15_1arm (5
< 2.72841 > 2.7284116.6987 > 16.6987
FB_.Carm (O 0
100%, 53/53 O
< 6.59863 > 6.59863 < 21,1342 > 21,1342

; o . o : =
100%, 5/5 50.0%, 1/2 50.0%, 1/2

Fig. 8.11. Arbol de decision simple. 0 (azul): pacientes sanos; 1 (rojo): pacientes patoldgicos.
Entrenamiento con el conjunto de datos completo.
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8.8.1.2 Random Forest

Los bosques aleatorios o random forests son un tipo de método de ensamble utilizado en
aprendizaje supervisado, muy eficaz en tareas de clasificacion. Este enfoque construye
multiples arboles de decision durante el entrenamiento y combina los resultados para
mejorar la precision del modelo y reducir el sobreajuste.

Cada arbol individual se entrena utilizando una muestra aleatoria con reemplazo del
conjunto de datos original (bootstrap), lo que introduce diversidad entre los arboles.
Ademas, al momento de dividir un nodo dentro de un arbol, no se consideran todos los
atributos disponibles, sino que se selecciona aleatoriamente un subconjunto de atributos.
Esta aleatorizacién adicional ayuda a reducir la correlacién entre los arboles, lo que en
conjunto mejora la generalizacion del modelo. La prediccion final se obtiene por votacion
mayoritaria, en el caso de clasificacion (Bruce et al., 2020).

En este trabajo, se han establecido los siguientes parametros para el modelo:

e Atributos considerados por division: 5.
Esto significa que, en cada nodo, el algoritmo selecciona aleatoriamente 5 de los
atributos disponibles para evaluar cuél ofrece la mejor division. Esta metodologia
introduce variabilidad entre los arboles y previene que todos se construyan de
forma muy similar, favoreciendo un modelo arbitrario.

e Numero de arboles: 25.
Se construyen 25 arboles de decision independientes. Valores méas altos suelen
mejorar la estabilidad del modelo, pero para este conjunto pequefio de datos 25
arboles son suficientes (se realizaron pruebas y un nimero mayor no aporté al
aumento de mejora del modelo).

e Distribucién balanceada de clases (Balance class distribution).
Esta opcion ajusta internamente la ponderacion de las clases para corregir
desequilibrios en la distribucion.

e Profundidad méaxima de los arboles: 3.
Se evita que los arboles se sobreajusten a los datos de entrenamiento. Esto genera
arboles mas simples, que tienen menor varianza y generalizan mejor (aunque
pueden perder capacidad para capturar patrones complejos si la profundidad es
muy baja).

En conjunto, estos parametros estan configurados para construir un modelo equilibrado,
teniendo en cuenta que la base de datos no tiene un gran nimero de casos.

8.8.1.3 Gradient Boosting

Gradient Boosting es una técnica que construye modelos predictivos mediante el
ensamble secuencial de modelos méas simples, cominmente arboles de decision. Cada
nuevo modelo se entrena para corregir los errores cometidos por los anteriores.

El proceso se basa en optimizar una funcion de pérdida ajustando sucesivamente modelos
a los residuos (errores) de las predicciones anteriores. Es decir, en cada iteracion, el
modelo se entrena para predecir los errores de las predicciones actuales, y asi mejorar el
desempefio del ensamble global. Este enfoque permite que el modelo se oriente mas en
las instancias dificiles de predecir.
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En esta implementacion, el modelo se configuro utilizando Gradient Boosting del paquete
Scikit-Learn, con los siguientes pardmetros:

e Numero de arboles: 100.
Se construye un ensamble robusto al combinar muchas predicciones individuales.
e Tasa de aprendizaje (learning rate): 0,4.
Este valor acelera el aprendizaje, aunque puede aumentar el riesgo de sobreajuste.
e Profundidad méxima de cada arbol: 3.
e No dividir subconjuntos menores a 2 instancias.
Esto evita sobreajuste en ramas muy pequefias.
e Fraccion de instancias de entrenamiento utilizada en cada iteracion: 1,00.
Se usa el conjunto completo de entrenamiento en cada paso del ensamble.
e Entrenamiento replicable.
Esto asegura que los resultados se mantengan constantes al ejecutar el modelo
maultiples veces con la misma configuracion.

8.8.14 AdaBoost

AdaBoost (Adaptive Boosting) es un algoritmo que pertenece a la familia de los métodos
de boosting (al igual que Random Forest y Gradient Boosting), y es considerado de los
mas efectivos. La idea central es combinar muchos modelos simples (llamados aprendices
débiles) para formar un modelo fuerte que prediga mejor.

Esta técnica entrena sus modelos de manera secuencial, uno tras otro. A medida que se
entrena cada modelo, aquellos ejemplos que fueron clasificados incorrectamente por los
anteriores reciben un mayor peso. Esto hace que los modelos siguientes se enfogquen
especificamente en corregir esos errores, lo que permite mejorar progresivamente el
rendimiento del conjunto (Cao et al., 2013).

Ademas, AdaBoost combina las predicciones de todos sus modelos mediante un sistema
de voto ponderado: los modelos que cometen menos errores tienen mayor influencia en
la decision final. De esta manera, se prioriza el aporte de los clasificadores mas precisos.

Una de sus grandes ventajas es que es adaptativo. No necesita conocer de antemano qué
modelos funcionaran mejor; en cambio, va ajustando la estrategia automaticamente en
funcidn de los errores que se van detectando en cada etapa del entrenamiento.

AdaBoost y Random Forest son ambos métodos de ensamble, pero difieren en su forma
de construir modelos. AdaBoost entrena modelos de manera secuencial, corrigiendo los
errores del modelo anterior, mientras que Random Forest entrena muchos arboles de
decision en paralelo e independientemente entre si, usando distintas muestras del conjunto
de datos. En AdaBoost, los ejemplos mal clasificados reciben mayor peso en cada
iteracion, lo que obliga al modelo a enfocarse en los casos mas dificiles. En cambio,
Random Forest utiliza el muestreo con reemplazo (bootstrap) y selecciona aleatoriamente
un subconjunto de atributos en cada division, lo que le permite reducir la varianza sin
centrarse en ejemplos especificos.

Por otro lado, Gradient Boosting comparte con AdaBoost la construccién de modelos
secuencialmente. Sin embargo, la diferencia estd en como se enfocan en los errores:
AdaBoost ajusta los pesos de las instancias mal clasificadas, mientras que Gradient
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Boosting entrena cada nuevo modelo para corregir directamente los errores (residuos) del
anterior. Es decir, Gradient Boosting realiza una optimizacion mas explicita de una
funcién de pérdida general (como la pérdida logistica o el error cuadratico), lo que le da
mayor flexibilidad para diferentes tipos de problemas.

Los parametros elegidos para el caso de estudio son los siguientes:

e Base estimator: Tree.
El modelo débil que AdaBoost utiliza en cada iteracion es un arbol de decision.
e NUmero de estimadores: 100.
El modelo entrenara 100 arboles débiles secuencialmente.
e Tasa de aprendizaje: 1,0.
Este valor significa que cada arbol contribuye completamente con su prediccion
al conjunto. Refiere a la influencia en la decision.
e Loss (regression): Exponential.
Esta funcion penaliza con mas fuerza los errores mas grandes (sensible a outliers).

8.8.2. Modelos Lineales

En el contexto de clasificacion, un modelo lineal utiliza una combinacién lineal de las
variables de entrada (atributos) para predecir a qué clase pertenece una instancia. Esta
combinacién genera un valor numérico que se compara con un umbral para decidir la
clase.

Estos modelos definen un hiperplano de separacion en el espacio de caracteristicas: un
limite que divide las clases. El objetivo del entrenamiento es encontrar los coeficientes
(pesos) de esta combinacion lineal que mejor separen las clases en los datos.

8.8.2.1 Regresion Logistica

La regresion logistica es una técnica estadistica disefiada para modelar una variable
dependiente categorica binaria (si/no).

Los objetivos principales de la regresion logistica son: por un lado, identificar cuéles
variables predictoras estan mas relacionadas con el resultado y, por otro lado, utilizar ese
modelo para clasificar correctamente nuevas observaciones dentro de una de las dos
categorias posibles.

La regresion logistica puede trabajar tanto con variables independientes métricas como
no métricas. Para incluir variables categdricas como predictores, se utilizan variables
dummy, lo que permite mantener la flexibilidad del modelo sin necesidad de convertir
todos los datos a formato numérico continuo. Esto la hace altamente practica en contextos
reales donde las variables suelen ser variadas. Sin embargo, para el caso presente no se
utilizaran atributos categoricos.

El funcionamiento del modelo se basa en la funcién logistica o curva sigmoide que
convierte una combinacion lineal de variables independientes en una probabilidad entre
0y 1. Lo que se modela no es directamente la probabilidad sino el logaritmo del cociente
entre la probabilidad de éxito y la de fracaso, lo que permite trabajar con una funcién
lineal en el ndcleo del modelo. Asi, el logaritmo se expresa como una combinacion lineal
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de las variables independientes multiplicadas por sus respectivos coeficientes, lo que
facilita la interpretacion y la estimacion.

A diferencia de la regresion lineal, donde los coeficientes se estiman mediante el método
de minimos cuadrados, la regresion logistica utiliza la maxima verosimilitud (MLE). Este
método consiste en buscar, de manera iterativa, los coeficientes que maximizan la
probabilidad de haber observado los datos reales bajo el modelo propuesto. Es un proceso
mas complejo que los minimos cuadrados, pero mas adecuado para modelos donde el
resultado es binario (Hair et al., 2016).

Los pardmetros a configurar este modelo son el tipo de regularizacién y su intensidad. La
regularizacion es un enfoque donde se afiade penalizacion a la funcion de error que se
trata de minimizar durante el entrenamiento, con el objetivo de evitar el sobreajuste y
mejorar la generalizacion del modelo.

Para el caso de estudio se utilizan dos tipos de regularizacion diferentes: Lasso (L1) y
Ridge (L2). La fuerza o intensidad se controla mediante el parametro C, donde valores
mas pequefios implican una regularizacién mas fuerte (Bruce et al., 202).

La regularizacion Lasso (L1) ayuda a prevenir el sobreajuste y realiza una seleccion
automatica de variables. Esto lo logra ya que tiende a reducir a cero los coeficientes de
aquellas variables menos relevantes. La penalizacion aplicada es proporcional a la suma
de los valores absolutos de los coeficientes.

En cambio, la regularizacion Ridge (L2) aplica una penalizacion proporcional a la suma
de los cuadrados de los coeficientes. Esta técnica resulta util cuando se presume que
muchas variables tienen cierta influencia sobre la variable objetivo, aunque no de forma
muy fuerte individualmente.

Respecto a la intensidad de la regularizacion, cuando el valor de C es bajo, la penalizacién
sobre los coeficientes es alta, o que provoca un modelo mas simple con menor riesgo de
sobreajuste. Por otro lado, un valor alto de C reduce la penalizacion y permite que el
modelo se ajuste mas a los datos, lo cual puede aumentar el riesgo de sobreajuste.

En ambos casos de regularizacion, se utiliza un valor de C = 1, lo que se interpreta como
un equilibrio entre el ajuste a los datos de entrenamiento y la capacidad del modelo para
generalizar a nuevos datos, aplicando una penalizacion moderada sobre los coeficientes.

8.8.2.2 Stochastic Gradient Descent (SGD)

El Descenso de Gradiente Estocastico (SGD), por sus siglas en inglés Stochastic Gradient
Descent, es una técnica de optimizacion altamente utilizada para ajustar los parametros
de un modelo con el objetivo de minimizar una funcion de error. La idea del descenso de
gradiente es identificar la direccién en la que la funcion de pérdida crece mas rapidamente
(esto lo indica el gradiente) y moverse en la direccion contraria, buscando asi un minimo
(Grus, 2019).

Lo que diferencia al SGD del descenso de gradiente tradicional es la manera en la que
calcula este gradiente. Mientras que el método clasico utiliza todo el conjunto de datos en
cada paso de actualizacion (costoso computacionalmente), el SGD actualiza los
parametros utilizando Unicamente un ejemplo de entrenamiento por vez. Esta estrategia
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introduce aleatoriedad (de ahi el término estocastico), ya que en cada iteracion los datos
se recorren en un orden aleatorio, acelerando asi el proceso de convergencia en grandes
conjuntos de datos y ayudando a evitar minimos locales.

En este analisis se utilizd un modelo de clasificacién lineal basado en SVM (inciso
8.8.3.1), entrenado mediante el algoritmo SGD. La funcion de pérdida seleccionada fue
Hinge (tipica en clasificadores SVM), lo que permite maximizar el margen entre clases.
Para evitar el sobreajuste y mejorar la generalizacion del modelo, se aplico regularizacion
L2 (Ridge), que penaliza los coeficientes grandes sin llevarlos exactamente a cero,
conservando asi todas las variables, pero limitando su influencia excesiva. Esta
configuracion permite aprovechar la eficiencia computacional del entrenamiento con
SGD, incluso en conjuntos de datos grandes o con muchas variables. Se establecieron los
siguientes parametros clave:

e Funcidn de pérdida: hinge loss

Se encarga de penalizar los puntos de datos mal clasificados.
e Regularizacion: Ridge (L2).
e Fuerza de regularizacién: a = 0,00001.

La relacion con el parametro C es inversa:

1
*=C

Es decir, este valor corresponde a C = 100000, lo que implica una regularizacion
relativamente débil, permitiendo que el modelo se ajuste mas a los datos.

e Optimizacion: constante, igual a 0,01.
Se utiliza una tasa de aprendizaje constante, con un valor de 0,01.

e NuUmero de iteraciones: 1000
El modelo se entrena durante 1000 iteraciones o hasta que se cumpla el criterio de
parada definido por una tolerancia.

e Tolerancia (criterio de parada): 0,001.

e Reordenamiento aleatorio luego de cada iteracion.
Esto ayuda a romper patrones que podrian generar sesgos durante el
entrenamiento.

8.8.3. Support Vector Machine (SVM)

El modelo SVM pertenece a la categoria de modelos de margenes o modelos kernel, segun
como se configure. En si, SVM es un modelo lineal que busca encontrar el hiperplano
optimo que separe las clases con el mayor margen posible. Esta separacion se logra
mediante una funcion objetivo que penaliza los errores de clasificacion, generalmente
utilizando la funcion de pérdida hinge.

Sin embargo, como en la practica los datos rara vez son linealmente separables, existen
las funciones kernel. Estas son herramientas matematicas que permiten transformar los
datos originales a un espacio de mayor dimensién. En ese nuevo espacio es mas probable
que las clases sean separables por un hiperplano, aunque en el espacio original no lo
fueran.

En este estudio, el modelo fue configurado con un kernel RBF (Radial Basis Function),
lo que permite al SVM la capacidad de crear fronteras de decision no lineales. El kernel
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RBF realiza una transformacion de tipo exponencial proyectando los datos a un espacio
de dimension infinita. Esto lo hace altamente atil cuando no se cuenta con gran
conocimiento sobre la distribucion de los datos.

El modelo se configurd con los siguientes pardmetros:

e Tipo de SVM: clasificacion

e Parametro de penalizacion (C): 6.
Corresponde a una regularizacion intermedia.

e Pérdida en regresion: 0,1.

e Kernel RBF
Con parametro gamma en modo automatico, ajustado en funcion de los datos. Un
gamma alto hace que la influencia de cada punto sea muy local (puede
sobreajustar), y viceversa.

e Parametros de optimizacion: 0,002.

e Limite de iteraciones: 100.

8.8.4. kNN (K-Nearest Neighbors)

El modelo k-Nearest Neighbors (kNN) es una técnica utilizada tanto para tareas de
clasificacion como de regresion. A diferencia de otros modelos mas complejos, KNN no
genera un modelo explicito durante el entrenamiento; en cambio, almacena todos los
datos de entrenamiento y realiza predicciones comparando nuevas observaciones con los
registros previos.

La logica del KNN es sencilla: para predecir la clase de un nuevo registro, el algoritmo
busca los k registros méas cercanos en el conjunto de entrenamiento (segin una métrica
de distancia definida) y utiliza la informacion de esos vecinos para hacer su prediccion.
En clasificacion, asigna al nuevo punto la clase mayoritaria entre sus k vecinos mas
cercanos.

Este enfoque presenta varias ventajas. En primer lugar, no requiere asumir una forma
funcional predefinida para el modelo, lo cual lo hace flexible y adaptable a diferentes
tipos de problemas. Ademas, es no paramétrico, lo que significa que el modelo puede
capturar estructuras complejas en los datos sin necesidad de estimar parametros (Bruce et
al., 2020).

Sin embargo, el rendimiento del kNN es fuertemente dependiente de tres factores.
Primero, la eleccion del nimero de vecinos (k) influye directamente la sensibilidad del
modelo frente al ruido y la capacidad de generalizacion. Segundo, la métrica de distancia
define como se mide la similitud entre las observaciones, lo que afecta a qué registros se
consideran vecinos. Por altimo, también es fundamental como se considera la
contribucion de los vecinos, ya que esto determina el peso que cada uno de ellos tiene en
la decision final.

En este caso, el modelo fue configurado con los siguientes parametros:

e Numero de vecinos: 5.
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Un valor de 5 se considera un punto medio teniendo en cuenta el tamafio de la
base de datos con la que se trabaja.

e Meétrica de distancia: Euclidea.

e Peso: Uniforme.
Se asigna el mismo peso a todos los vecinos (cada uno contribuye por igual).

8.8.5. CNZ2 Rule Induction

El modelo CN2 Rule Induction es un algoritmo muy utilizado en tareas de clasificacion.
Se basa en la generacion de reglas del tipo “si... entonces...” a partir de los datos de
entrenamiento, y es Gtil en contextos donde hay ruido o ambigiiedad en los datos. Su
principal objetivo es construir una lista de reglas simples y precisas que puedan aplicarse
para clasificar nuevas observaciones (Clark y Niblett, 1989).

A diferencia de los arboles de decisién, CN2 genera reglas directamente, facilitando la
interpretacion del modelo (siendo transparente). El algoritmo combina técnicas de
busqueda heuristica y de control iterativo, seleccionando en cada paso aquellas
combinaciones de condiciones que mejor separan las clases, y generando reglas que
cubren la mayor cantidad de ejemplos positivos y la menor cantidad de negativos (Clark
y Boswell, 1998).

Por estas razones, CN2 es realmente Gtil por su alta simplicidad y transparencia.

En cuanto a los parametros configurados para el caso de estudio:

e Generacion de reglas: Ordenado.
Las reglas se aplican en secuencia y se detiene la clasificacién cuando una regla
se cumple.

e Algoritmo de cobertura: Exclusivo.
Una vez que un ejemplo es cubierto por una regla, se elimina del conjunto de
entrenamiento (esto evita solapamientos).

e Meétrica de evaluacién: Entropia.
Se utiliza la métrica de entropia para evaluar que tan bien una regla separa una
clase del resto.

e Hipotesis parciales:5.
Se conservan 5 hipoétesis parciales en cada paso del algoritmo de busqueda. El
valor de 5 no requiere alto costo computacional y representa un punto medio.

e Valor minimo de cobertura por regla: 1.
Una regla serd considerada valida si cubre al menos un ejemplo. Tiene la
ventaja/desventaja de llegar a reglas muy especificas. Por un lado, permite
detectar patrones menos frecuentes, pero hay riesgo de sobreajuste.

e Valor maximo de cobertura por regla: 6.
La longitud maxima de cada regla es de 6 condiciones, permitiendo mantener la
simplicidad de estas.

Se observa en la figura 8.12 la transparencia de las reglas del modelo con los resultados
de las distribuciones por cada una de ellas.
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v

IF conditions THEN class  Distribution  Probabilities [%] Quality Length
0 F27tot>6.58408469728423 — condicion=1 [0, 4] 17:83 -0.00 1
1 F8max_dB=>18.62903434 — condicion=1 [0, 71 11:89 -0.00 1
2 F27max>7.601425381 — condicion=0 [20, 0] 95:5 -0.00 1
3 F8_SUBarm=15.4133655790044 — condicion=1 [0, 17] SFA95 -0.00 1
4 F8_Carmz244.2818621266573 — condicion=1 [0, 19] 5:95 -0.00 1
5 F8max>4.163171287 — condicion=0 [16, 0] 94:6 -0.00 1
6 F8max=3.57984640220105 — condicion=1 [0, 7] 11:89 -0.00 1
7 F8tot>2.201698905 — condicion=0 [8, 0] 90:10 -0.00 1
8 F27tot>3.20650737330865 — condicion=1 [0, 9] 9:91 -0.00 1
9 F15_2arm22.61965037908943 AND F8max22.319783455 — condicion=0 [15, 0] 94:6 -0.00 2
10 F8_SUBarm>6.35681329741336 — condicion=1 [0, 8] 10:90 -0.00 1
1 F15tot=2.8564312049722 — condicion=1 [0, 3] 20:80 -0.00 1
12 F8max<2.80178003854775 — condicion=1 [1,1]_ 50:50 -1.000 1
13 TRUE = condicion=1 [50& 45:55 -0.991 0

Fig. 8.12. CN2 Rule Induction — tabla de reglas. 0 (azul): pacientes sanos; 1 (rojo): pacientes
patolégicos. Entrenamiento con el conjunto de datos en su totalidad. Formato [0, 1].

Sobre las primeras dos columnas se observa la condicion y la clase resultado en caso de
cumplirse. El resultado del dataset de prueba se observa en la columna llamada
Distribution, en azul refiere a pacientes de clase 0 (sanos) y viceversa para el rojo. La
cuarta columna indica las probabilidades de que cada clase cumpla con la condicion.

8.8.6. Naive Bayes

El modelo de aprendizaje Naive Bayes es un clasificador probabilistico caracterizado por
su simplicidad, eficiencia y efectividad. Se basa en el Teorema de Bayes, que permite
calcular la probabilidad de que un registro pertenezca a una determinada clase, dado un
conjunto de caracteristicas observadas. Lo que distingue a este modelo es su suposicion
"naive" (ingenua) de independencia condicional (asume que las caracteristicas predictoras
son independientes entre si, dado el valor de la clase). Aunque la suposicion es fuerte y
rara vez se cumple en la préctica, el modelo logra buenos resultados en muchos casos
reales.

El funcionamiento de Naive Bayes consiste en calcular, para cada clase posible, la
probabilidad posterior de que un registro pertenezca a esa clase, en funcion de los valores
observados de los predictores. Para esto, se estima las probabilidades condicionales
individuales de cada predictor dado una clase a partir de los datos de entrenamiento
(probabilidades de que el valor del predictor esté en el registro). Luego se multiplica estas
probabilidades entre si y por la probabilidad previa de la clase, repitiendo este calculo
para cada clase. Finalmente, se asigna el registro a la clase que tenga la mayor
probabilidad posterior. Este funcionamiento hace que este modelo sea rapido tanto en
entrenamiento como en predicciones (Bruce et al., 2020).

Naive Bayes es adecuado para datos categdricos o binarios (si/no). Entre sus principales
ventajas, se destacan su bajo requerimiento computacional y su capacidad de aprendizaje
incremental (puede actualizarse con nuevos datos sin reentrenarse desde cero. Sin
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embargo, también presenta limitaciones. La mas importante es la suposicion de
independencia entre predictores, que puede no reflejar la realidad. Ademas, puede generar
estimaciones de probabilidad sesgadas, lo que lo hace no tan confiable en contextos donde
es necesario estimar probabilidades exactas.

Para su implementacion en este trabajo se configuré este modelo de forma tal que
discretice los valores numéricos en categorias, dividiéndolos en 4 intervalos con misma
frecuencia de ocurrencia. Es decir, por cada atributo, Naive Bayes genera 4 clases donde
los limites de valores para cada clase son calculados de modo tal que cada clase contenga
al 25% de los registros.

8.8.7. Red Neuronal (Neural Network)

Una red neuronal es un modelo de aprendizaje inspirado en el funcionamiento del cerebro.
Tal como el cerebro estd compuesto por neuronas interconectadas que procesan sefiales
eléctricas, una red neuronal estd conformada por unidades llamadas "neuronas
artificiales”, organizadas en capas, que procesan datos a través de operaciones
matematicas.

Estas redes son utiles cuando existen relaciones no lineales complejas entre las variables,
como el reconocimiento de patrones, clasificacion, prediccion y tareas de regresion. Sin
embargo, la mayoria de las redes neuronales son consideradas cajas negras, pues
inspeccionar sus detalles no proporciona mucha compresion de cémo se resuelve el
problema.

Para este trabajo se implementa una red neuronal relativamente simple: el algoritmo del
perceptron multicapa. Este algoritmo utiliza la arquitectura feed-forward (la informacion
fluye en una direccion), siendo simple de entrenar, e ideal para la clasificacion.

Este tipo de redes neuronales (que corresponden a las mas simples) suelen estar
compuestas por tres tipos de capas: una capa de entrada, una 0 mas capas ocultas y una
capa de salida. La capa de entrada recibe los datos originales y los transmite sin
modificaciones. Las capas ocultas estan formadas por neuronas que toman la informacion
de la capa anterior, realizan ciertos calculos y envian el resultado a la siguiente capa.
Finalmente, la capa de salida genera la respuesta final del modelo.

Cada neurona (excepto las de la capa de entrada) posee un conjunto de pesos, uno por
cada entrada, y un bias. Para simplificar la representacion, el bias se incluye como un
peso adicional, y cada neurona recibe una entrada constante con valor 1 asociada a ese
bias. El funcionamiento de cada neurona se basa en calcular una suma ponderada de sus
entradas y luego aplicar una funcién de activacion. En lugar de usar una funcién escalén,
se suele aplicar una funcion sigmoide, que suaviza la salida y permite el aprendizaje
progresivo (Grus, 2019).

Para el proceso de entrenamiento existen diferentes métodos. Uno de los algoritmos mas
comunes, y que se utiliza en este trabajo, es el backpropagation. Este algoritmo ajusta los
pesos de las neuronas en funcion del error entre la salida calculada por la red y la salida
esperada. El error se propaga hacia atras a través de las capas, permitiendo ajustar los
pesos para mejorar el desempefio del modelo.
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Features

(X)

Fig. 8.13. Red neuronal, algoritmo Perceptron Multicapa.

Es importante tener en cuenta que las redes neuronales corren riesgo de sobreajuste,
aprendiendo en exceso los detalles del conjunto de entrenamiento, perdiendo la capacidad
de generalizar a nuevos datos.

En este trabajo se configurd la red neuronal con los siguientes parametros:

e Neuronas en capa oculta: 12.
Equilibrio entre complejidad y capacidad de aprendizaje.
e Activacion: Logistica (sigmoide).
Transforma los valores de entrada en un rango entre 0 y 1. Recomendada para
clasificacion binaria (como es el caso).
e Optimizacion: L-BFGS-B.
Consiste en un algoritmo de optimizacién numérica. L-BFGS-B se caracteriza por
su eficiencia en datasets no tan grandes, por lo que se le elige.
e Regularizacion: a = 0.
No se aplica penalizacion sobre grandes pesos.
e Maximo numero de iteraciones: 10.
Se limita a 10 iteraciones las que el algoritmo realiza para ajustar los pesos.
e Entrenamiento replicable.
El modelo entrenara siempre de la misma forma.
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8.8.8. Entrenamiento de los modelos

En esta etapa es donde el modelo analiza los datos etiquetados para ajustar sus parametros
internos y asi identificar las relaciones entre las variables de entrada y la de salida. Sin
entrenamiento, el modelo no tiene capacidad predictiva, simplemente estara vacio.

El objetivo del entrenamiento es minimizar el error entre las predicciones del modelo y
los valores reales. Gracias a este proceso, el modelo mejora su rendimiento.

Entrenar correctamente un modelo también es clave para su capacidad de generalizacion.
Cuando el modelo se ajusta demasiado a los datos de entrenamiento, se produce lo que se
conoce como sobreajuste (overfitting), provocando que el modelo no logre predecir de
manera correcta y/o generalizada.

La eleccidn de los atributos con los que se entrena el modelo es un aspecto critico. Las
caracteristicas utilizadas deben ser informativas y relevantes con respecto al objetivo de
la prediccion. La calidad de estas variables influye directamente en la capacidad del
modelo.

Seleccionar buenos atributos ayuda a reducir la incertidumbre sobre la variable objetivo,
mejora la precision, reduce el riesgo de sobreajuste y puede mejorar la interpretabilidad
del modelo. Muchos de los modelos son sensibles a la calidad de atributos con los que se
entrena, por esta razén es que se decide entrenar a los modelos con diferentes conjuntos
de estos.

Para seleccionar atributos relevantes, se utilizaron distintos métodos de puntuacion que
permiten cuantificar la relacion entre cada atributo y la variable objetivo:

e Information Gain (IG): es una medida de cuanto mejora (o disminuye) la
entropia un atributo sobre la segmentacion total que crea. En otras palabras, mide
el cambio en la entropia debido a la adicion de nueva informacion. El 1G se
considera la informacion ganada al dividir un conjunto de datos segln todos los
valores de un solo atributo.

e Gain Ratio: es una mejora del IG que corrige el sesgo de este ultimo hacia
atributos con muchos valores distintos, normalizando la ganancia.

e Gini Index: mide la pureza de una particién. Cuanto menor es el indice Gini,
mayor es la homogeneidad de las clases dentro de los grupos generados por el
atributo.

e ANOVA (Anélisis de Varianza): se utiliza para comparar la diferencia de medias
del atributo entre distintos grupos (clases). Un valor alto indica que el atributo
distingue bien entre clases, lo que lo convierte en un buen candidato.

Se seleccionaron ocho conjuntos distintos de atributos, con los cuales se entrenaron los
diferentes modelos. Cada modelo fue probado en estos ocho escenarios para poder
comparar el desempefio entre ellos y asi identificar posibles ventajas asociadas a cada
seleccion de caracteristicas.

El primer conjunto incluye la totalidad de los atributos del dataset (38 variables), llamado
conjunto 1. El conjunto 2 fue determinado a partir de la informacién extraida de los
diagramas de dispersion, seleccionandose los 10 atributos mas influyentes. A
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continuacion, se construyeron seis conjuntos adicionales basados en los rankings

obtenidos mediante distintos métodos de evaluacion:

Los métodos supervisados (Information Gain, Gain Ratio y Gini), coinciden en la

seleccidn de los atributos:

e Conjunto 3: Top 20 atributos coincidentes.
e Conjunto 4: Top 10 atributos coincidentes.
e Conjunto 5: Top 5 atributos coincidentes.

Segun el método ANOVA se construyen los otros modelos:

e Conjunto 6: Top 20 atributos.
e Conjunto 7: Top 10 atributos.
e Conjunto 8: Top 5 atributos.

Atributos | 1 2 \ 3 4 5 6
1 F8tot F8_Carm F8tot F8tot F8tot F8_Carm
2 F8max F8_larm tpoMaxDB_8 F8_Carm F15max F8_larm
3 F8max_dB F8_2arm F8_Carm F8_5arm F15_SUBarm F8_3arm
4 tpoMaxDB_8 F15max F8_larm F15max F15_Carm F8_4arm
5 F8_SUBarm F15max_dB F8_3arm F15_SUBarm F15_larm F8_5arm
6 F8_Carm F15_SUBarm F8_5arm F15_Carm F15tot
7 F8_larm F15Carm F15tot F15_larm F15max
8 F8_2arm F15_larm F15max F27max F15max_dB
9 F8_3arm F27max_dB tpoMaxDB_15 F27max_dB tpoMaxDB_15
10 F8_4arm F27_SUBarm F15_SUBarm F60max_dB F15_SUBarm
11 F8_5arm F15_Carm F15_larm
12 F15tot F15_larm F15_2arm
13 F15max F15_3arm F15_3arm
14 F15max_dB F27max F15_5arm
15 tpoMaxDB_15 F27max_dB F27max
16 F15_SUBarm tpoMaxDB_27 F27max_dB
17 F15_Carm F27_SUBarm F27_SUBarm
18 F15_larm F27_larm F27_larm
19 F15_2arm F27_2arm F27_2arm
20 F15_3arm F60max_dB F60max_dB
21 F15_4arm
22 F15_5arm
23 F27tot
24 F27max
25 F27max_dB
26 tpoMaxDB_27
27 F27_SUBarm
28 F27_Carm
29 F27_larm
30 F27_2arm
31 F27_3arm
32 F60tot
33 F60max
34 F60max_dB
35 tpoMaxDB_60
36 F60_SUBarm
37 F60_Carm
38 F60_larm

7 8
F8_Carm F15max
F8_larm F15_SUBarm
F8_5arm F15_larm

F15tot F27max_dB
F15max F60max_dB
F15max_dB
F15_SUBarm
F15_larm
F27max_dB
F60max_dB

Tabla 8.3. Tabla de conjunto de atributos usados en entrenamiento.
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De esta manera, se busca analizar como varia el rendimiento de los modelos al modificar
el conjunto de atributos y determinar si una seleccién més cuidadosa y reducida puede
igualar o incluso superar el uso de todos los atributos disponibles. En la tabla 8.3 se puede
visualizar los atributos que conforman cada conjunto.

8.8.9. Validacion cruzada

Para este trabajo se opt6 por un enfoque de validacion cruzada (leave-one-out) por
paciente. Es decir, para cada conjunto de atributos, el entrenamiento de cada modelo se
realizd dejando fuera un paciente, utilizando los datos de los demas para entrenar. El
paciente excluido fue luego utilizado para el testeo del modelo. De esta manera, cada
iteracion del entrenamiento se ajusta a los pacientes disponibles excepto al que se desea
predecir, garantizando que el modelo no haya visto datos del paciente de prueba durante
el entrenamiento.

Este enfoque fue adecuado debido al tamafio reducido del dataset. Utilizar una division
de 50% para entrenamiento y 50% para testeo habria resultado ineficiente, ya que cada
paciente contaba con solo 15 registros, y en una particion aleatoria algunos datos del
mismo paciente podrian haber sido incluidos tanto en entrenamiento como en testeo. Esto
hubiese facilitado en exceso la prediccion, pues el modelo ya reconoce al paciente. En
cambio, el método empleado se asemeja mas a la situacion real de diagnosticar a un nuevo
paciente.

Para la evaluacion se hace uso de cuatro métricas:

o CA: Classification Accuracy. Este pardmetro representa la exactitud del modelo, es
decir, cuantos de los registros logro clasificar bien (porcentaje de los casos clasificados
correctamente). Se calcula como el nimero de predicciones correctas dividido por el
numero total de predicciones. Sin embargo, la exactitud por si sola puede no ser una
medida suficiente.

e Precisién. Métrica de evaluacion utilizada para medir el rendimiento de un
clasificador, particularmente enfocada en la exactitud de las predicciones
positivas.

VP

VP + FP
Siendo VP verdaderos positivos y FP falsos positivos.

e Recall. Corresponde a la sensibilidad. Méas especificamente corresponde a la tasa
de verdaderos positivos, es decir, mide la capacidad del modelo para identificar
correctamente todos los casos positivos reales.

VP

VP +FN

Precision =

Recall =

Siendo FN falsos negativos.
e F1 Score. Corresponde a una medida que combina la precision y el recall (sensibilidad).
Se define como la media armonica. Se calcula de la siguiente manera:
Precision * Recall

F1=2
) Precision + Recall
Un F1 alto (cercano a 1) quiere decir el modelo tiene buena precision y sensibilidad

(recall), mientras que en el caso contrario refiere a un modelo de mal desempefio (modelo
no confiable).
e Especificidad. Es una métrica que mide la capacidad del modelo para identificar
correctamente los casos negativos (caso contrario al recall). Se calcula como:
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VN

Especifidad = VN T FP

Siendo VN verdaderos negativo.

Se elaboraron tablas que detallan la evaluacion de los modelos aplicados (Anexo 1), cada
tabla incluye los diferentes modelos evaluados y los resultados por paciente. Ademas, se
incluye en cada tabla una fila de validacion, esta fila indica cuales modelos han logrado
predecir correctamente al menos todos los pacientes menos uno.

Se generaron dos grupos de ocho tablas cada uno, correspondientes a los distintos
pardmetros de evaluacion: exactitud (Accuracy, AC) y F1 Score. No se incluyen las tablas
correspondientes a sensibilidad (Recall) y especificidad, ya que, debido a la estrategia de
validacion leave-one-out, en cada iteracion solo se cuenta con un tipo de clase por
paciente, lo que impide calcular ambos parametros de forma individual. Ademas, como
consecuencia de esta metodologia, los valores de sensibilidad y especificidad resultan
equivalentes al valor de exactitud, por lo que su presentacion seria redundante.

Cada grupo de ocho tablas responde a los ocho conjuntos de atributos utilizados, definidos
en el apartado 8.8.4. Las tablas mencionadas se encuentran disponibles en el Anexo 1.

8.8.10. Resultados

De las tablas del Anexo 1 se obtienen las tablas 8.4 y 8.5, donde se comprimen los
promedios de los parametros evaluados (AC y F1 Score) para cada modelo, para cada
conjunto de atributos.

Promedio AC de cada modelo por conjunto [%]

CONJUNTOS
Cl|C2|C3|C4|C5|C6 |C7 | C8 |PROMEDIO
CN2 Rule Induction 70.36(75.54| 63.7 |68.89(71.86| 42.2 | 51.1 (57.06 62.59

MODELOS

kNN 69.62| 80 | 77 |69.62(75.54|71.12|77.79|68.16| 73.61

Tree 38.52| 47.4 |41.48|37.78|62.21| 40 (41.48(52.59 45.18
Random Forest 31.12|57.77|45.92(49.63|59.26 40 |48.14(51.12| 47.87
Gradient Boosting 43.71(64.44| 54.8 |55.56(74.07|42.98|50.37|60.72| 55.83
SVM 51.11|68.88|52.58(62.21|69.62(54.82|67.41(74.82| 62.68

Logistic Regression L1 | 57.8 [73.32| 63.7 |64.44|77.04|68.14|68.14|74.06[ 68.33
Logistic Regression L2 | 58.5 [72.59|59.99| 71.1 |74.82|63.71(63.69|72.58( 67.12

Naive Bayes 37.78|51.84|51.86|57.77|69.62|45.18|54.07|57.03| 53.14

AdaBoost 27.41|48.14|25.93|37.78(60.73|40.74|51.11|56.31|  43.52

Neural Network 55.57(72.58(64.43|57.02| 67.4 |68.14|62.97|66.66| 64.35

Stochastic Gradient Descent |58.52|68.87|65.93|66.66|64.43|65.19|63.69| 71.1 |  65.55
PROMEDIO | 50 |65.11|55.61| 58.2 |68.88|53.52|58.33|63.52

Tabla 8.4. Tabla resumen de resultados — promedios de AC de los modelos por conjunto de atributo. Se
destacan los valores maximos para cada modelo, los cinco promedios més altos entre los modelos y los
tres promedios mas altos entre los conjuntos de atributos.
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Promedio F1 SCORE de cada modelo por conjunto [%]
IGBELES CONJUNTOS
Cil|C2|C3|[C4(C5(C6 |C7 | C8 PROMEDIO

CN2 Rule Induction 76.61(82.27(69.88| 75.6 [78.38(50.38(60.01(68.82| 70.24%
KNN 76.47(84.51|83.43|74.23| 79.8 | 77.3 |82.36(76.52| 79.33%
Tree 47.77] 56.2 (51.93|47.22| 70.2 | 50.6 |52.61|63.44 55.00%
Random Forest 35.71| 66.4 |53.87(56.73| 69.5 |44.82(56.82|62.41| 55.78%
Gradient Boosting 54.21171.92|164.81(64.34|79.96|51.16(59.21|71.24| 64.61%
SVM 59.37|76.14|59.89(68.81|76.34|62.78(76.21|82.99| 70.32%
Logistic Regression L1 68.57(79.42]173.56|73.59(85.01|76.33|76.12(80.48| 76.63%
Logistic Regression L2 66.84(78.14| 68.3 |80.08(83.84|72.78|74.02(79.72| 75.47%
Naive Bayes 43.92161.44(60.63|66.67|79.34(51.24|63.08|66.77| 61.64%
AdaBoost 35.83|57.37|33.52(48.21169.41|49.11(60.66|68.12| 52.78%
Neural Network 63.57|78.14|74.43|67.26|76.62|77.11|72.36|74.58| 73.01%
Stochastic Gradient Descent|68.09(78.12(74.89(76.47(73.93|75.98|71.52|78.97| 74.75%
PROMEDIO |58.08|72.52| 64.1 | 66.6 |76.86|61.63|67.08|72.84

Tabla 8.5. Tabla resumen de resultados — promedios de F1 SCORE de los modelos por conjunto de
atributo. Se destacan los valores maximos para cada modelo, los cinco promedios mas altos entre los
modelos y los tres promedios mas altos entre los conjuntos de atributos.

Ademas, se detalla los promedios de: cada modelo para todos los conjuntos, y de cada
conjunto para todos los modelos.

De las tablas 8.4 y 8.5 se demuestra que los conjuntos de atributos 2, 8 y 5 (principalmente
este Ultimo) sostienen cierta primacia sobre los demas en cuanto a valores maximos de
los pardmetros de evaluacion.

También se observa que los modelos de mejores resultados corresponden a kNN,
regresiones logisticas (L1 y L2), Red Neuronal, y SGD.

Se procede a armar una tabla segun el criterio de validacion explicado en el inciso 8.8.9,
remarcado en las tablas del Anexo 1. Aqui se observan los modelos que lograron predecir
al menos todos menos uno de los pacientes, para cada conjunto de atributos de

entrenamiento.
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Modelos Promedio de Promedio de
AC F1Score
C1 - - -
Regresion Logistica (L1) 73.32% 79.42%
c2 StOChaDSé'SCCS]rtad'e”t 68.87% 78.12%
Red Neuronal 72.58% 78.14%
C3| Regresidén Logistica (L1) 63.70% 73.56%
C4| Regresion Logistica (L2) 71.10% 80.08%
kNN 75.54% 79.80%
C5| Regresion Logistica (L1)| 77.04% 85.01%
Regresion Logistica (L2) 74.82% 83.84%
C6 [ Regresion Logistica (L1) 68.14% 72.33%
C7| Regresion Logistica (L1) 68.14% 76.12%
C8 - - -

Tabla 8.7. Mejores modelos por conjunto de atributos.

Nuevamente nos encontramos con buenos resultados para los conjuntos de atributos 2 y
5, mientras que para el 8 no hubo modelo que cumpla con el criterio. Ademas, se observa
una gran repeticion de los modelos lineales de regresion logistica (con regularizacion L1
y L2, principalmente el primero).

Siendo asi, se puede concluir que por lo menos con este pequefio data set, los modelos
con mayor eficiencia corresponden a:

Regresién Logistica (regularizacion Ridge).
Regresién Logistica (regularizacion Lasso).
Stochastic Gradient Descent (SGD).

Red Neuronal.

K-Nearest Neighbor (KNN).

Entrenados con distintos conjuntos de atributos, también se definen a los conjuntos 2 y 5
como las combinaciones de atributos que mejor describen la varianza de los pacientes sin
provocar sobreajuste.

Cabe aclarar que en la gran mayoria de los casos (en su totalidad para el caso de la
evaluacion de AC), al unico paciente que no se predijo correctamente corresponde al
paciente BN00262, el cual, segun la tabla 7.1, corresponde a un paciente con enfermedad
del Alzheimer leve.

8.9. Interpretacion y Comparacion de Resultados

Buscando métodos que ayuden a clasificar los pacientes patologicos de los sanos, se
realizan 3 métodos estadisticos:

e Reduccidn de la dimensionalidad.

e Clustering.
e Clasificacion mediante aprendizaje supervisado.
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Para el primer método se encontrd una leve sectorizacion de los registros en cuanto a sus
clases. Siendo insuficiente, se pasé al segundo método, con el cual no se obtuvieron
buenos resultados.

La clasificacion de los registros mediante aprendizaje supervisado resultd un analisis
prometedor. Si bien este tipo de técnicas requieren de un numero considerable de
muestras para obtener resultados confiables, se logré tomar varios registros por paciente.
No se espera que esto reemplace una gran poblacién, pero si que ayude a obtener
resultados preliminares. De esta manera se concretaron 12 modelos que fueron entrenados
y testeados con diferentes conjuntos de caracteristicas calculadas previamente.
Finalmente se obtuvieron resultados prometedores, pero méas importante adn, se realiza
una comparacioén de los modelos con criterio, que puede ayudar a trabajos futuros.
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Capitulo 9:  Conclusiones

9.1. Introduccién

En este capitulo, se presentan las conclusiones y las proyecciones futuras del estudio
realizado sobre la deteccion y andlisis de potenciales evocados visuales (SSVEP) en
adultos mayores, diferenciando entre personas sanas y con deterioro cognitivo. El trabajo
se centrd en la adquisicion, procesamiento y analisis de sefiales EEG, con el objetivo de
explorar patrones diferenciales entre ambos grupos y evaluar el potencial de distintas
métricas derivadas del espectro para el desarrollo de herramientas de apoyo diagnostico.

El diagndstico de la enfermedad del Alzheimer es de gran importancia debido a que esta
enfermedad neurodegenerativa progresa de forma silenciosa, afectando funciones
cognitivas como la memoria, la atencién y el lenguaje, incluso afios antes de que los
sintomas clinicos sean evidentes. En este contexto, este trabajo se enfocé en la basqueda
de herramientas objetivas, no invasivas y accesibles que contribuyan al diagnéstico del
deterioro cognitivo. A través del analisis de PEVEE registrados mediante EEG y el uso
de técnicas de procesamiento y estadisticas, se busco identificar patrones diferenciales
entre adultos mayores sanos y aquellos con signos de deterioro, aportando asi una base
que pueda ser aplicada en entornos clinicos.

A lo largo del trabajo se abordaron mdltiples desafios, que incluyeron el disefio
experimental del protocolo de estimulacion visual, la seleccion estratégica de frecuencias
para inducir respuestas PEVEE, y la implementacién de algoritmos robustos de
preprocesamiento de sefiales EEG. Un componente fundamental fue el empleo de
MATLAB para el tratamiento y procesamiento de las sefiales, junto con la plataforma
Orange para la exploracion de diferentes técnicas estadisticas. Esta integracion permitio
investigar el potencial diagndstico del Alzheimer mediante la extraccion y anélisis de
biomarcadores derivados de los potenciales evocados visuales. El enfoque empleado no
solo busco encontrar diferencias significativas en las métricas extraidas, sino también
evaluar si estas diferencias pueden ser aprovechadas por modelos estadisticos
automaticos, y con ello, sentar las bases para futuras herramientas no invasivas de
deteccion temprana del deterioro cognitivo.

A través de este capitulo se comparten las conclusiones alcanzadas, asi como las lineas
futuras que podrian enriquecer y ampliar el alcance del presente trabajo.

9.2. Conclusiones

El desarrollo de este trabajo permitio cumplir satisfactoriamente con el objetivo general
de identificar biomarcadores asociados a potenciales evocados visuales (PEV) a partir de
sefiales EEG de adultos mayores, con el proposito de contribuir al diagnostico temprano
de demencias, especificamente de la enfermedad de Alzheimer.

En primer lugar, se realizo un exhaustivo estudio del estado del arte que permitid
contextualizar el uso de PEV, particularmente las respuestas PEVEE, como herramientas
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diagnosticas en neurociencia cognitiva. Esta revision permitio la seleccion de frecuencias
visuales de estimulacion y fundamento la estrategia experimental implementada.

Se disefio y construyo un sistema de estimulacion visual basado en LED, capaz de emitir
frecuencias precisas (8, 15, 27 y 60 Hz) mediante un protocolo controlado. Este
dispositivo fue integrado exitosamente al entorno experimental, garantizando
sincronizacién adecuada con el registro EEG.

Se establecieron protocolos experimentales que permitieron aplicar estimulos visuales
controlados a dos grupos diferenciados: adultos mayores sanos y adultos con enfermedad
del Alzheimer. Durante las sesiones experimentales, se logré registrar sefiales EEG de
calidad mediante una configuracion centrada en canales occipitales, dada su relevancia
en la captacion de PEV.

En la etapa de procesamiento, se desarrollaron e implementaron algoritmos para la
limpieza, segmentacion y andlisis espectral de las sefiales. Se extrajeron caracteristicas
relevantes como la relacion sefial/ruido (SNR), el valor méximo del espectro y su
frecuencia correspondiente, permitiendo construir vectores representativos por sujeto y
frecuencia.

Los datos obtenidos fueron posteriormente analizados mediante herramientas estadisticas
y modelos de aprendizaje automaético utilizando el software Orange. Esta exploracion
permitio identificar diferencias significativas entre grupos, revelando patrones distintivos
en las respuestas a ciertos estimulos visuales, particularmente en frecuencias bajas y
medias (8, 15 y 27 Hz), que mostraron mayor capacidad discriminativa entre pacientes
sanos y con deterioro cognitivo.

En resumen, este trabajo no solo logr6 cumplir cada uno de los objetivos especificos
propuestos, sino que ademas aportd evidencia concreta sobre la posible utilidad de los
PEVEE como biomarcadores potenciales en el diagnostico no invasivo de demencias.
Asimismo, se establecieron las bases para futuras investigaciones que profundicen en el
uso de herramientas computacionales aplicadas a sefiales neurofisiologicas con fines
clinicos.

9.3. Proyecciones futuras

A partir de los hallazgos obtenidos en este estudio, se proponen las siguientes lineas de
trabajo para investigaciones futuras:

e Ampliacion de la muestra: Incorporar un mayor nimero de participantes
permitiria validar los resultados obtenidos y mejorar la robustez estadistica de los
modelos aplicados. Ademas, seria de interés incluir sujetos en distintos estadios
de deterioro cognitivo para evaluar la sensibilidad del protocolo frente a distintos
grados de afectacion.

e Andlisis de més canales EEG: Si bien los canales occipitales fueron suficientes
para captar la respuesta SSVEP, la inclusion de otros electrodos podria brindar
informacion complementaria sobre el procesamiento multisensorial, la atencion
visual o posibles compensaciones corticales en pacientes con deterioro.
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e Incorporacién de caracteristicas: Es de gran importancia investigar sobre otros
estadisticos o caracteristicas que no se hayan evaluado en el presente trabajo.
Algunos de ellos como los potenciales de accion, pueden tenerse en cuenta para
préximos analisis.

e Validacion clinica y aplicacion real: Una linea futura fundamental serd el
acercamiento al &mbito clinico, evaluando la aplicabilidad de estas herramientas
como métodos complementarios en la deteccion de patologias
neurodegenerativas, especialmente en etapas preclinicas donde el EEG podria
detectar alteraciones funcionales antes que los sintomas sean evidentes.

e Implementacion de un sistema automatizado de clasificacion: A futuro, se
proyecta el desarrollo de una herramienta automatizada capaz de estimar una
probabilidad diagnostica a partir de un breve registro EEG con estimulacion
visual, utilizando modelos previamente entrenados con bases de datos
representativas. Esta propuesta apunta a una evaluacion agil, accesible y no
invasiva que facilite la deteccion temprana de demencias en entornos clinicos.
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Anexo 1

Tabla resultados AC conjunto 1 [%]

22 1-leve 198 100 93.3 6.7 6.7 6.7 73.3 66.7 = 73.3 13.3 6.7 53.3 80 48.33
30 0 - familiar = 199 93.3 100 20 0 20 6.7 66.7 = 73.3 0 40 60 60 45

16 1 226 13.3 20 6.7 6.7 6.7 26.7 66.7 93.3 333 20 86.7 86.7 38.9
30 0 218 20 33.3 60 0 60 13.3 60 20 13.3 0 0 0 23.33
21 1 237 93.3 100 40 66.7 53.3 53.3 66.7 733  86.7 40 26.7 333 61.11
30 0 111 93.3 100 93.3 86.7 86.7 100 66.7 73.3 86.7 6.7 100 80 81.12
30 0 112 86.7 100 86.7 100 100 93.3 100 100 100 100 100 100 97.23
29 1 256 333 60 333 13.3 333 86.7 26.7 20 6.7 333 66.7 60 39.44
25 1-leve 262 100 20 0 0 26.7 6.7 0 0 0 0 6.7 26.7 15.57

PROMEDIO DEL MODELO 70.36 69.62 38.52 31.12 43.71 51.11 57.8 58.5 37.78 27.41 55.57 58.52
validacion

Tabla 1. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados AC conjunto 2 [%6]

22 1-leve 198 100 100 6.7 80 100 93.3 80 80 73.3 6.7 93.3 73.3 73.88
30 0 - familiar 199 93.3 100 73.3 73.3 73.3 53.3 73.3 80 13.3 40 80 80 69.43
16 1 226 20 13.3 20 13.3 6.7 20 73.3 80 26.7 73.3 53.3 80 39.99
30 0 218 60 40 60 20 60 46.7 100 100 40 60 60 53.3 58.33
21 1 237 93.3 100 40 86.7 80 100 86.7 93.3 80 40 73.3 73.3 78.88
30 0 111 100 100 93.3 93.3 100 100 80 80 100 80 93.3 93.3 92.77
30 0 112 80 100 100 100 100 93.3 93.3 93.3 100 100 93.3 93.3 95.54
29 1 256 33.3 66.7 33.3 33.3 33.3 80 60 26.7 20 33.3 86.7 53.3 46.66
25 1-leve 262 100 100 0 20 26.7 33.3 13.3 20 13.3 0 20 20 30.55
PROMEDIO DEL MODELO 75.54 80 47.4 57.77 64.44 68.88 73.32 72.59 51.84 48.14 72.58 68.87
validacion |

Tabla 2. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados AC conjunto 3 [%]

22 1-leve 198 100 93.3 6.7 66.7 93.3 73.3 80 80 333 6.7 73.3 86.7 66.11
30 0 - familiar 199 33.3 100 20 6.7 20 13.3 60 73.3 6.7 40 73.3 66.7 42.775
16 1 226 6.7 20 40 13.3 13.3 13.3 80 93.3 46.7 6.7 80 86.7 41.67
30 0 218 133 40 60 20 60 20 60 26.7 33.3 0 26.7 13.3 31.11
21 1 237 100 100 333 93.3 60 73.3 66.7 73.3 100 40 66.7 80 73.88
30 0 111 100 100 93.3 80 93.3 100 73.3 73.3 100 6.7 93.3 86.7 83.33
30 0 112 86.7 100 86.7 100 100 93.3 100 100 100 100 100 100 97.23
29 1 256 33.3 60 333 333 333 86.7 53.3 20 40 333 53.3 53.3 44.43
25 1-leve 262 100 80 0 0 20 0 0 0 6.7 0 13.3 20 20
PROMEDIO DEL MODELO 63.7 770 4148 4592 548 5258 637 59.99 5186 2593 6443 65.93
validacion _

Tabla 3. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados AC conjunto 4 [%6]

22 1-leve 198 100 100 6.7 66.7 100 80 66.7 80 733 6.7 60 73.3 67.78
30 0 - familiar = 199 60 100 20 20 20 53.3 60 66.7 333 333 53.3 60 48.33
16 1 226 6.7 0 6.7 6.7 6.7 6.7 46.7 93.3 20 26.7 6.7 80 25.58
30 0 218 333 53.3 60 40 60 40 100 66.7 333 20 53.3 40 49.99
21 1 237 100 100 40 733 60 93.3 533 533 100 40 53.3 53.3 68.32
30 0 111 100 100 73.3 80 100 93.3 73.3 93.3 100 80 100 86.7 89.99
30 0 112 86.7 100 100 100 100 93.3 93.3 93.3 100 100 93.3 93.3 96.1
29 1 256 333 60 333 333 333 80 86.7 80 533 333 80 100 58.88
25 1-leve 262 100 13.3 0 26.7 20 20 0 13.3 6.7 0 13.3 13.3 18.88
PROMEDIO DEL MODELO 68.89 69.62 37.78 49.63 55.56 62.21 64.44 71.1 57.77 37.78 57.02 66.66
validacion

Tabla 4. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados AC conjunto 5 [%]

22 1-leve 198 100 93.3 100 100 100 100 80 80 86.7 100 86.7 80 92.23
30 0 - familiar 199 60 100 93.3 80 93.3 80 66.7 66.7 66.7 93.3 66.7 53.3 76.67
16 1 226 6.7 13.3 46.7 13.3 6.7 0 66.7 73.3 333 40 13.3 73.3 32.22
30 0 218 60 60 60 60 60 60 100 93.3 60 60 60 20 62.76
21 1 237 100 93.3 333 40 93.3 66.7 73.3 66.7 93.3 40 60 66.7 68.88
30 0 111 100 100 93.3 80 100 100 86.7 86.7 100 80 93.3 80 91.67
30 0 112 86.7 100 100 100 100 93.3 93.3 93.3 100 100 93.3 93.3 96.1
29 1 256 333 60 333 333 333 93.3 100 86.7 53.3 33.3 100 100 63.32
25 1-leve 262 100 60 0 26.7 80 333 26.7 26.7 333 0 333 13.3 36.11
PROMEDIO DEL MODELO 7186 7554 6221 59.26 7407 69.62 77.04 7482 69.62 60.73 674 6443
validacion

Tabla 5. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados AC conjunto 6 [%6]

22 1-leve 198 133 100 6.7 46.7 6.7 66.7 80 60 40 20 80 80 50
30 0 - familiar = 199 333 80 20 0 46.7 6.7 533 60 0 40 60 53.3 37.78
16 1 226 13.3 6.7 46.7 0 6.7 13.3 66.7 80 40 66.7 66.7 86.7 4113
30 0 218 20 26.7 40 13.3 6.7 20 60 46.7 13.3 6.7 13.3 20 23.89
21 1 237 93.3 100 333 80 86.7 86.7 733 46.7 100 93.3 66.7 40 75
30 0 111 93.3 100 80 86.7 86.7 100 80 80 100 6.7 93.3 86.7 82.78
30 0 112 93.3 100 100 100 100 93.3 100 100 100 100 100 100 98.88
29 1 256 20 80 333 333 333 86.7 100 100 13.3 33.3 100 100 61.1
25 1-leve 262 0 46.7 0 0 13.3 20 0 0 0 0 333 20 11.11
PROMEDIO DEL MODELO 422 71.12 40 40 42.98 54.82 68.14 63.71 4518 40.74 68.14 65.19
validacion

Tabla 6. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados AC conjunto 7 [%]

22 1-leve 198 333 100 133 53.3 133 60 60 53.3 80 133 73.3 60 51.09
30 0 - familiar 199 26.7 86.7 20 26.7 46.7 86.7 60 60 333 26.7 80 73.3 52.23
16 1 226 6.7 6.7 46.7 0 6.7 26.7 66.7 33.3 26.7 46.7 26.7 53.3 28.91
30 0 218 20 333 40 133 333 40 53.3 40 13.3 60 26.7 0 31.1
21 1 237 93.3 100 40 100 100 100 80 73.3 100 100 46.7 73.3 83.88
30 0 111 93.3 100 80 86.7 100 100 93.3 93.3 93.3 73.3 93.3 93.3 91.65
30 0 112 80 100 100 100 100 93.3 100 100 100 100 100 100 97.78
29 1 256 13.3 86.7 333 333 333 80 100 100 20 40 100 100 61.66
25 1-leve 262 93.3 86.7 0 20 20 20 0 20 20 0 20 20 26.67
PROMEDIO DEL MODELO 51.1 77.79 4148 48.14 50.37 67.41 68.14 63.69 54.07 51.11 62.97 63.69
validacion |

Tabla 7. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados AC conjunto 8 [%6]

22 1-leve 198 86.7 93.3 93.3 80 60 100 100 100 86.7 26.7 100 100 85.56
30 0 - familiar 199 46.7 46.7 46.7 40 53.3 46.7 53.3 53.3 53.3 26.7 46.7 53.3 47.23
16 1 226 26.7 20 6.7 6.7 13.3 66.7 333 333 13.3 46.7 20 60 28.89
30 0 218 20 26.7 20 20 60 733 100 80 20 40 53.3 40 46.11
21 1 237 60 93.3 40 86.7 60 66.7 733 80 93.3 66.7 73.3 80 72.78
30 0 111 86.7 100 73.3 80 93.3 100 100 100 100 93.3 100 100 93.88
30 0 112 86.7 86.7 93.3 80 93.3 93.3 93.3 93.3 86.7 93.3 93.3 93.3 90.54
29 1 256 733 100 733 40 93.3 100 100 100 333 86.7 100 100 83.33
25 1-leve 262 26.7 46.7 26.7 26.7 20 26.7 13.3 13.3 26.7 26.7 133 133 23.34
PROMEDIO DEL MODELO 57.06 6816 5259 @ 51.12 60.72 7482 7406 7258 57.03 5631 66.66 711
validacion

Tabla 8. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados F1 Score conjunto 1 [%]

22 1-leve 198 100 96.6 125 125 125 84.6 80 84.6 235 125 69.6 88.9 56.48
30 0 - familiar =~ 199 96.6 100 333 0 333 125 80 84.6 0 57.1 75 75 53.95
16 1 226 235 333 125 125 125 42.1 80 96.6 50 333 92.9 92.9 48.51
30 0 218 33.3 50 75 0 75 235 75 33.3 235 0 0 0 32.38
21 1 237 96.6 100 57.1 80 69.6 69.6 80 84.6 92.9 57.1 421 50 73'3
30 0 111 96.6 100 96.6 92.9 92.9 100 80 84.6 92.9 125 100 88.9 86.49
30 0 112 92.9 100 92.9 100 100 96.6 100 100 100 100 100 100 98.53
29 1 256 50 75 50 235 50 92.9 42.1 33.3 125 50 80 75 52.86
25 1-leve 262 100 333 0 0 42.1 125 0 0 0 0 125 42.1 20.21
PROMEDIO DEL MODELO 76.61 76.47 4777 3571 5421 59.37 68.57 66.84 4392 3583 6357 68.09
validacion - r { r [ 1 [ [ [ [ |

Tabla 9. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados F1 Score conjunto 2 [%0]

22 1-leve 198 100 100 12.5 88.9 100 96.6 88.9 88.9 84.6 125 96.6 84.6 79.51
30 0 - familiar 199 96.6 100 84.6 84.6 84.6 69.6 84.6 88.9 235 57.1 88.9 88.9 79.33
16 1 226 33.3 235 33.3 12.5 6.7 20 73.3 88.9 42.1 84.6 42.1 88.9 45.77
30 0 218 75 57.1 75 33.3 75 63.6 100 100 57.1 75 75 63.3 70.78
21 1 237 96.6 100 57.1 92.9 88.9 100 92.9 84.6 88.9 57.1 84.6 84.6 85.68
30 0 111 100 100 93.3 93.3 100 100 80 80 100 80 93.3 93.3 92.77
30 0 112 88.9 100 100 100 100 96.6 96.6 96.6 100 100 96.6 96.6 97.66
29 1 256 50 80 50 50 50 88.9 75 42.1 33.3 50 92.9 69.6 60.98
25 1-leve 262 100 100 0 421 421 50 235 33.3 235 0 33.3 333 40.09
PROMEDIO DEL MODELO 82.27 84.51 56.2 66.4 71.92 76.14 79.42 78.14 61.44 57.37 78.14 78.12
oo QNN | | e | [ |

Tabla 10. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados F1 Score conjunto 3 [%]

22 1-leve 198 100 96.6 125 80 96.6 84.6 88.9 88.9 50 12.5 84.6 92.9 74.01
30 0 - familiar 199 50 100 333 125 333 235 75 84.6 12.5 57.1 84.6 80 53.87
16 1 226 125 33.3 57.1 235 235 235 88.9 96.6 63.6 125 88.9 92.9 51.4
30 0 218 235 57.1 75 333 75 33.3 75 42.1 50 0 42.1 235 44.16
21 1 237 100 100 50 96.6 75 84.6 80 84.6 100 57.1 80 88.9 83.07
30 0 111 100 100 96.6 88.9 96.6 100 84.6 84.6 100 125 96.6 92.9 87.78
30 0 112 92.9 100 92.9 100 100 96.6 100 100 100 100 100 100 98.53
29 1 256 50 75 50 50 50 92.9 69.6 33.3 57.1 50 69.6 69.6 59.76
25 1-leve 262 100 88.9 0 0 33.3 0 0 0 125 0 23.5 33.3 24.29
PROMEDIO DEL MODELO 69.88 83.43 51.93 53.87 64.81 59.89 73.56 68.3 60.63 33.52 74.43 74.89
woeo | | | | pem | |

Tabla 11. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados F1 Score conjunto 4 [%0]

22 1-leve 198 100 100 125 42.1 100 88.9 80 88.9 84.6 125 75 84.6 72.43
30 0 - familiar 199 75 100 33.3 33.3 33.3 69.6 75 80 50 50 69.6 75 62.01
16 1 226 125 0 125 125 125 125 63.6 96.6 33.3 42.1 125 88.9 33.29
30 0 218 50 69.6 75 57.1 75 57.1 100 80 50 33.3 69.6 57.1 64.48
21 1 237 100 100 57.1 84.6 75 96.6 69.6 69.6 100 57.1 69.6 69.6 79.07
30 0 111 100 100 84.6 88.9 100 96.6 84.6 96.6 100 88.9 100 92.9 94.43
30 0 112 92.9 100 100 100 100 96.6 96.6 96.6 100 100 96.6 96.6 97.99
29 1 256 50 75 50 50 50 88.9 92.9 88.9 69.6 50 88.9 100 71.18
25 1-leve 262 100 235 0 421 33.3 125 0 235 125 0 235 235 24.53
PROMEDIO DEL MODELO 75.6 74.23 47.22 56.73 64.34 68.81 73.59 80.08 66.67 48.21 67.26 76.47
oo BN 1 | [ | NN [ |

Tabla 13. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados F1 Score conjunto 5 [%]

22 1-leve 198 100 96.6 100 100 100 100 88.9 88.9 92.9 100 92.9 88.9 95.76
30 0 - familiar 199 75 100 96.6 88.9 96.6 88.9 80 80 80 96.6 80 69.6 86.02
16 1 226 125 0 63.6 235 12,5 0 80 84.6 50 57.1 235 84.6 40.99
30 0 218 75 75 75 75 75 75 100 96.6 75 75 75 33.3 75.41
21 1 237 100 96.6 50 57.1 96.6 80 84.6 80 96.6 57.1 75 80 79.47
30 0 111 100 100 96.6 88.9 100 100 92.9 92.9 100 88.9 96.6 88.9 95.48
30 0 112 92.9 100 100 100 100 96.6 96.6 96.6 100 100 96.6 96.6 97.99
29 1 256 50 75 50 50 50 96.6 100 92.9 69.6 50 100 100 73.68
25 1-leve 262 100 75 0 421 88.9 50 42.1 42.1 50 0 50 235 46.98
PROMEDIO DEL MODELO 78.38 79.8 70.2 69.5  79.96 76.34 85.01 83.84 79.34 6941 76.62 73.93
validacion

Tabla 12. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados F1 Score conjunto 6 [%6]

22 1-leve 198 235 100 12.5 333 12.5 80 88.9 75 57.1 333 88.9 88.9 57.83
30 0 - familiar | 199 50 88.9 333 0 63.6 12.5 69.6 75 0 57.1 75 80 50.42
16 1 226 235 12,5 63.6 235 12,5 235 80 88.9 57.1 80 80 92.9 53.17
30 0 218 333 421 57.1 0 12.5 333 75 63.6 235 12,5 235 333 34.14
21 1 237 96.6 100 50 96.6 92.9 92.9 84.6 63.6 100 96.6 80 57.1 84.24
30 0 111 96.6 100 88.9 100 92.9 100 88.9 88.9 100 12,5 96.6 92.9 88.18
30 0 112 96.6 100 100 100 100 96.6 100 100 100 100 100 100 99.43
29 1 256 333 88.9 50 50 50 92.9 100 100 235 50 100 96.6 69.6
25 1-leve 262 0 63.3 0 0 235 333 0 0 0 0 50 421 17.68
PROMEDIO DEL MODELO 50.38 77.3 50.6 44.82 51.16 62.78 76.33 72.78 51.24 49.11 77.11 75.98
validacion I

Tabla 14. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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Tabla resultados F1 Score conjunto 7 [%]

22 1-leve 198 50 100 23.5 69.6 235 75 75 69.6 88.9 235 84.6 75 63.18
30 0 - familiar 199 42.1 92.9 33.3 421 63.6 92.9 75 75 50 42.1 88.9 84.6 65.21
16 1 226 12,5 12,5 63.6 0 12,5 421 80 50 421 63.6 421 69.6 40.88
30 0 218 33.3 50 57.1 235 50 57.1 69.6 57.1 235 75 421 0 44.86
21 1 237 96.6 100 57.1 100 100 100 88.9 84.6 100 100 63.6 84.6 89.62
30 0 111 96.6 100 88.9 92.9 100 100 96.6 96.6 96.6 84.6 96.6 96.6 95.5
30 0 112 88.9 100 100 100 100 96.6 100 100 100 100 100 100 98.79
29 1 256 235 92.9 50 50 50 88.9 100 100 33.3 57.1 100 100 70.48
25 1-leve 262 96.6 92.9 0 333 333 33.3 0 333 333 0 333 333 35.22
PROMEDIO DEL MODELO  60.01 8236 5261 56.82 59.21 7621 76.12 74.02 6308 60.66 7236 7152
validacion

Tabla 15. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.

Tabla resultados F1 Score conjunto 8 [%0]

22 1-leve 198 92.9 96.6 96.6 88.9 75 100 100 100 929 421 100 100 90.42
30 0 - familiar =~ 199 63.6 63.6 63.6 57.1 69.6 63.6 69.6 69.6 69.6 421 63.6 69.6 63.77
16 1 226 42.1 333 12.5 12,5 235 80 50 50 235 63.6 333 75 41.61
30 0 218 333 421 333 333 75 84.6 100 88.9 333 57.1 69.6 57.1 58.97
21 1 237 75 96.6 57.1 92.9 75 80 84.6 88.9 96.6 80 84.6 88.9 83.35
30 0 111 92.9 100 84.6 88.9 96.6 100 100 100 100 96.6 100 100 96.63
30 0 112 92.9 92.9 96.6 88.9 96.6 96.6 96.6 96.6 92.9 96.6 96.6 96.6 95.03
29 1 256 84.6 100 84.6 57.1 96.6 100 100 100 50 92.9 100 100 88.82
25 1-leve 262 42.1 63.6 421 421 333 42.1 235 235 42.1 42.1 235 235 36.96
PROMEDIO DEL MODELO 68.82 76.52 63.44 6241 71.24 82.99 80.48 79.72 66.77 68.12 74.58 78.97
validacion

Tabla 16. Pac: Pacientes; CN2: CN2 Rule Induction; RF: Random Forest; GB: Gradient Boosting; L1:
Logistic Regression (L1); L2: Logistic Regression (L2); NB: Naive Bayes; AB: AdaBoost; NN: Neural
Network; STD: Stochastic Gradient Descent.
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